Statistika: cvičení

Materiály ke cvičení jsou ke stažení na: http://botanika.prf.jcu.cz/suspa/vyuka/statistika.php

Základní statistiky, grafy, manipulace s daty

Máme následující data z pokusu, kde byla ve čtvercích odhadnuta pokryvnost opadu, spočítány semenáče a změřena teplota: čtverec, pokryvnost opadu a počet semenáčů, zda byla plocha kosena (1 – koseno, 0 – nekoseno) a teplotu.

	Čtverec
	Opad
	Semenacky
	Koseno
	Teplota

	1
	2
	144
	1
	7.2

	2
	30
	18
	0
	4.5

	3
	0
	14
	1
	7.4

	4
	25
	10
	0
	5.4

	5
	30
	168
	0
	5.0

	6
	3
	70
	1
	6.0

	7
	20
	29
	0
	6.2

	8
	2
	40
	1
	7.6

	9
	2
	31
	1
	8.4

	10
	30
	34
	0
	4.7

	11
	2
	91
	1
	6.8

	12
	50
	30
	0
	4.6

	13
	40
	6
	0
	4.8

	14
	0
	32
	1
	7.0

	15
	40
	8
	0
	5.8

	16
	0
	103
	1
	7.6

	17
	35
	61
	0
	4.8

	18
	0
	9
	1
	9.0

	19
	50
	33
	0
	4.8

	20
	2
	93
	1
	6.5

	21
	0
	94
	1
	6.4

	22
	45
	19
	0
	4.2

	23
	3
	22
	1
	6.0

	24
	35
	27
	0
	4.4


Zadejte data v Excelu. Importujte data do programu Statistica. 

File – Open – vybereme soubor (ve starších verzích, tzn. 8 a níž, zadáme Files of type: Excel Files, abychom ty excelové soubory viděli) – Open – Import selected sheet to a Spreadsheet – vybereme, který z listů Excelu chceme importovat (neimportujte všechny, musíte si pak hlídat, se kterým otevřeným listem ve skutečnosti pracujete) – OK – pokud máme v prvním řádku názvy proměnných, odškrtneme Get variables names from first row, pokud máme v prvním sloupci názvy jednotlivých pozorování, odškrtněte Get cases names from first column.
Jinou možností je data jednoduše z Excelu překopírovat pomocí schránky („clipboardu“). Můžete překopírovat i názvy proměnných – potom ve STATISTICe užijete příkaz Copy with headers z nabídky Edit.

Poznámky k základnímu ovládání 

Nepoužívejte ve STATISTICE (zejména v anglické verzi) češtinu, diakritika dělá paseku. Nepoužívejte mezery, ale použijte spodní podtržítko (delka_listu), protože jinak nebudete moci danou proměnnou s mezerou transformovat nebo použít jako podmínku pro výběr případů (select cases). Názvy proměnných můžou být dlouhé (do verze 8 bylo jen 8 písmen), ale pro přehlednost volte kratší.
Dále. Menu se nazývá lišta, kde jsou věci typu File, Edit, View, atd., lišta jsou v jednotlivých dialogových oknech oblasti, kde se můžete přepnout do jiného dialogového okna stejné úrovně (typu Quick, Advanced,...). Pokud se chcete vrátit na předchozí dialogové okno, jde to většinou přes CANCEL, na další se dostane přes OK nebo SUMMARY (to už se pak objeví výsledek). Pokud se vám ztratí dialogová okna, jdou obvykle vyvolat z nejspodnějšího řádku, který začíná symbolem STATISTICy (graf). Pokud se chcete vrátit k tabulce či grafu, který jste již udělali, dá se to přes předposlední řádek nebo přes sloupec vlevo, kde je seznam všech vámi udělaných výsledků či grafů během jednoho souboru testů (třeba všeho, co budete dělat teď v Basic statistics).

Prázdné řádky pod našimi daty nevadí. Pokud chceme přidat sloupce (variables) nebo řádky (cases), ťukneme pravým tlačítkem na šedou plochu názvů sloupců či řádků – add variables (add cases) – How many: zadáme číslo – pozor na After: dobře si rozmyslete, kam přidáváte další sloupce, změní se tím celý design pracovního listu a především v případě řádků to může znamenat, že vám poslední řádek odskočí až za všechny nově přidané. 

Chceme-li změnit název řádku či sloupce, dvojklikem na šedé pole ho otevřeme a můžeme psát. V tomto dialogovém okně se rovněž provádějí transformace (viz níže).
Používejte desetinnou tečku či čárku podle nastavení vašeho počítače (numerická klávesnice).
Jak spočítáme v programu STATISTICA

Základní popisné statistiky, histogramy apod.

Pro každou proměnnou spočítejte základní charakteristiky souboru. Nakreslete Box and whisker plot. Poté pro kosené a nekosené plochy. 

Vyneste body (X-odpad, Y-počet semenáčů)

Změňte nadpisy, popisy os, fonty, vyhoďte z grafu mříž, vyhoďte přímku závislosti, změňte znak pro body. Vytvořte další proměnnou, log(počtu semenáčů). Přeneste graf do Wordu.

Zkuste vynést trojrozměrný graf (x-opad, y-teplota, z-log(počet semenáčů)).

Exportujet data do Excelu.

1. Voláme Statistics - Basic Statistics/ Tables
2. Vybereme Descriptive statistics. 

3. Variables: vybíráme, které proměnné chceme analyzovat. Více proměnných, které nejdou za sebou, vybereme tak, že držíme CONTROL a klikáme myší; více proměnných, které jdou za sebou, vybereme tak, že držíme SHIFT a myší klikneme na první a poslední proměnnou ze svého výběru.  
4. V horní liště vybereme záložku Advanced – vybereme všechny charakteristiky základního souboru, které chceme zjistit – vpravo nahoře zmáčkneme Summary
5. box & whisker plot jen pro proměnné – horní lišta Quick – Box & whisker plot for all variables – nakreslí grafy pro všechny proměnné, které máte vybrané ve variables.
6. box & whisker plot rozdělené dle kategoriální proměnné: Variables vybereme závislou proměnnou (Semenacky). V horní liště vybereme Categorized plots – Categorized box & whisker plot – vybereme proměnnou, podle které se to má třídit (Koseno) – kódy zadáme Codes: ALL – OK  

7. Nejsme-li spokojeni s charakteristikami, které jsou v box & whisker vynášeny (medián, průměr,…) – v horní liště Options – Options for box & whisker plot – vybereme, co chceme vynášet (nejčastěji mean, SE, SD, nebo medián a mezikvartilové rozpětí) a pokračujeme v tvorbě grafu podle bodu 6. V případě speciálních požadavků – ťukneme na již vytvořeném grafu pravým tlačítkem myši – Graph properties (all options) – v levém sloupci vybereme Plot: Box/whisker – můžeme měnit, co která část boxu bude znamenat. Pokud dáme More – Outliers – můžou se nám na grafu zobrazit i odlehlé a extrémní hodnoty.

8. Pokud chceme charakteristiky jen pro část souboru, vybereme je pomocí tlačítka Select cases – odškrtnout enable selection condition. Buď nějaké skupiny vyhazujeme, v tom případě píšeme příkaz do okna Exclude cases. Pokud chceme vybrat jen některé skupiny, tak u Include cases odškrtneme specific, selected  by a definujeme příkaz. Příkaz zní např. Koseno=0. Pokud jsou skupiny definovány pomocí textového řetězce (např. a, b, c), pak je potřeba text dát do uvozovek. Je možné podmínky spojovat přes OR nebo AND. Nezapomeňte pak selekci vypnout, když už jí nepotřebujete, program si to bude pamatovat dlouho, například i když se přepnete do grafů. (Novější verse STATISTICy umožňují selekci jen pro danou analýzu - ale stejně je třeba dát pozor, kdy je zapnutá a kdy ne – obvykle vám v pravém dolním rohu svítí tlačítko Selekce).
9. Změny v grafech – většina se dá udělat přímo poklepáním na věc, kterou chcete změnit. Nebo ťukneme pravým tlačítkem myši někam do oblasti grafu – Graph properties (all options) 

10. Závislost dvou kontinuálních proměnných. Vybereme proměnné do Variables - v horní liště  záložka Prob & scatterplots – 2D scatterplot – vybrat, která proměnná na X (nezávislá) a která na Y (závislá) – OK. Stejně 3D scatterplot. Pozn.: 2D grafy kreslíme vždy tak, že nezávislá proměnná je na ose x a závislá na y, v 3D jsou nezávislé na osách x,y a závislá na ose z.

11. Frequency tables a histograms: udělá tabulku četností, případně histogram. Jestliže nám vyhovuje defaultní nastavení, odklikneme v liště Quick – Frequency tables nebo Histograms. Ovšem pokud počet intervalů vybraný programem není vyhovující, potom jej můžu změnit v liště Normality – Categorization –  Number of intervals. Nebo přes Graphs – 2D graphs – Histogram, v liště Advanced zadáme počet intervalů (Categories) nebo hranice intervalů (Boundaries).
12. Uložení grafu – Workbook (v liště, kde je file) – Extract as stand alone window – Copy – File – Save as… Uložíte-li si to jako .stg, je to formát Statisticy a budete s ním moc někdy zase ve Statistice pracovat. Na vkládání do wordu se ale moc nehodí – lépe přípony .png, .bmp, .jpg nebo .tif, které přečte kde co, protože to jsou obrázky, ale už s nimi nemůžete pracovat, anebo .wmf, kterýžto můžete pak ještě graficky upravovat ve Wordu. Základní rozlišení je 72 dpi (obrazovka), pro vyšší je třeba zaškrtnout Create…images at printer resolution of:. Vložit obrázek do Wordu můžete také přes Copy graph. Všeobecně nepoužívejte moc češtinu, diakritika občas zlobí. Hodně problematická bývá komunikace Statisticy a Corelu, zvláště jsou-li každá v jiném jazyce.

13. Vztah každé proměnné s každou ve výběru: ve Variables vybereme proměnné – v horní liště Prob & scatterplots - Scatterplot matrix – ještě můžeme upravit svůj výběr proměnných – matice grafů, diagonálu tvoří histogramy té dané proměnné.
14. Když vkládáme obrázek do publikace, diplomky atd., smažeme informace o názvu souboru apod. (STATISTICA většinou tyto informace píše nad graf – ty tři řádky nemají být součástí obrázku v publikaci, ale pozor! - statistické charakteristiky se píší obvykle do popisu obrázku).
Co s chybějícími pozorováními

Ve většině modulů ve STATISTICE máte v dialogovém okně, kde zadáváte proměnné, ještě část MD deletion. Předvolba a nejčastěji používaná možnost je Casewise - pokud chybí jediná proměnná, celý řádek se vynechá: nejbezpečnější přístup, i když vede ke ztrátě informace. Další možnost je Pairwise, kdy je daný řádek vynecháván jen při počítání s danou proměnnou (např. při mnohonásobné regresi se tedy daný řádek někdy počítá a někdy ne). A poslední možností je doplnění pozorování průměrem dané proměnné – Mean substitution – raději nepoužívejte. Ne vždy jsou na výběr všechny možnosti.
Transformace dat

Občas je nutná matematická úprava našich dat, tzv. transformace. Nejčastější je logaritmická. Dvakrát poťukáme na šedé okno s názvem prázdného sloupce (nikdy netransformujte přímo do sloupce se syrovými daty, příjdete o ně!). Okno Long name (label or formula with function) – do bílého obdélníku napíšeme funkci – OK. Objeví se: Expresion is OK, recalculate now? – OK. Ve STATISTICE znamená log přirozený logaritmus (ln), log10 je desítkový logaritmus log a log2 je dvojkový. Při transformacích za účelem normalizace dat je víceméně jedno, zda použijete ln nebo log, ale musíte to napsat do metodiky a grafu.

=log(var1)
znamená přepočítej var1 pomocí funkce ln

=log10(var1)
přepočítej var1 pomocí funkce log

=log(var1+0,5)
přičti ke všem číslům ve var1 0,5 a pak to přepočítej pomocí ln (v případě, že v datech jsou 0, protože logaritmus není pro nulu definován)

=var1^2

přepočítej pomocí druhé mocniny

=var1^2/3
třetí odmocnina z druhé mocniny, vhodné především na rozměry

=arcsin(var1)
přepočítej pomocí funkce arcsin, musí to být hodnoty 0-1, vhodné především na procenta
Grafy

Pravidla pro grafy (platná do článků i diplomek):

· grafy nemají mít nadpisy

· smysluplné osy – např. je-li něco v procentech, neměla by osa začínat na -20

· smysluplné popisky os – včetně matematických úprav, které byly provedeny, a jednotek

· vyhodit z okna grafu mřížky (gridlines)

· rozumné je také změnit narůžovělé okraje grafu, jak je STATISTICA dělá

Odstranění nadpisů a smysluplné popisky os: dvakrát na ně poťukat, otevřou se do dialogového okna, kde je lze  měnit či mazat.

Smysluplné osy: poťukat  dvakrát na  jednotky osy – lišta scaling – Range Mode: manual a tam lze nastavit, kde to má začínat a kde končit. Vedle toho Edit step – Step Mode: manual a můžeme si vybrat, v jakých vzdálenostech se budou objevovat jednotky na grafu. 

Potřebujeme-li čitelnější jednotky na osách, můžeme je dát např. vertikálně a to tak, že na ně dvakrát poťukáme – scale values –- options: layouts – a tam si vybereme.

Vyhození mřížek – poťukání na ně, odškrtnutí gridlines (je potřeba se skutečně trefit na linku)

Okraje grafu – poťukat –graph window – outside background colour – buď transparent nebo bílou.

Všechny tyto úpravy jdou udělat hned  od začátku v Graph options…, které se objeví, když kdekoliv v grafu zmáčkneme levé tlačítko myši. 
Jak udělat hezké grafy:

Závislost dvou kontinuálních proměnných

Graphs – scatterplots – variables: na x nezávislou, na y závislou proměnnou – OK. 

Chceme-li změnit vzhled bodů v grafu, poťukat na ně a vybrat si jiné markers, případně dát jim jinou barvu.

Chceme-li změnit typ fitovací křivky, dvakrát na ni poťukáme a buď rovnou dáme fit type: námi vybranou křivku (čímž přijdeme o tu původní, většinou lineární) anebo nejprve dáme add new fit a pak vybereme, kterého typu bude další fitovací křivka.  

Rozdíly mezi skupinami v kontinuální proměnné

Graphs – 2D graphs – box plots  - lišta advanced – zadáme variables (grouping je ta, kde máme definované skupiny). Pak se rozhodneme, zda středový bod chceme mít medián nebo průměr (mean) – to je uprostřed u nápisu middle point. Podle toho se nám změní nastavení krabic a vousů, které v zásadě můžeme nechat. Outliers obvykle dáváme off (jedná se o odlehlá pozorování). Pokud potřebujeme mít srovnány dvě úrovně dělení skupin (např. druh kytky a hnojeno/nehnojeno), zadáme jedno dělení (druh kytky) ve variables – grouping a druhé dělení (hnojeno/nehnojeno) na liště categorized – x categories on – change variable: zde vybereme.

Vámi nadefinovaný styl grafu

Chceme-li si uložit nějaký svůj oblíbený styl grafu, ať už se týká barev, nepřítomnosti mřížek, atd., tak si takovýto graf vytvoříme a pak  pravé myšítko – graph options – styles (dole vlevo) – ťukneme na rozbalovací liště na graph, aby nám ve velkém okně zůstal jenom jediný řádek a to graph (díky tomu se nám uloží celý design grafu, ne jenom například pozadí). Pak u styles for graph ťukneme levým myšítkem na ... – save as – uložíme to pod vlastním názvem – close – close. Příště až budeme dělat graf, tak půjdeme typ grafu – zadáme variables – uděláme základní graf – pravé myšítko – graph options – styles – šipka u styles for graph – a tam by měl být i námi nadefinovaný styl grafu k výběru – close – ok a graf se hned předělá. 
Test dobré shody

Příklad ze skript. V F1 generaci byly počty jedinců dominantního a recesivního fenotypu 70 a 10. Liší se od očekávaného mendelovského poměru 3:1?  Očekávané frekvence jsou tedy 60:20. 

V datovém souboru máme očekávané frekvence v jedné proměnné a napozorované frekvence v druhé (jedno v jednom sloupci, druhé v druhém).

Statistics –  Nonparametrics  – Observed versus expected X2. V dalším panelu zadáme ve Variables jména proměnných s pozorovanými (Observed) a očekávanými (Expected) četnostmi. Pozor - je potřeba četnosti, nikoliv procenta! A jednou z nejčastějších chyb je přehození toho, co je pozorováno, a toho, co je očekáváno. Dostáváme:
Observed vs. Expected Frequencies (biostat)

Chi-Square = 6,666667 df = 1 p < ,009824
	
	observed
	expected
	O – E
	(O-E)**2

	C: 1
	70,00000
	60,00000
	10,0000
	1,666667

	C: 2
	10,00000
	20,00000
	-10,0000
	5,000000

	Sum
	80,00000
	80,00000
	0,0000
	6,666667


Protože p<0.0098 (správně by mělo být p=0.0098), vidíme, že výsledek je průkazný nejenom na hladině významnosti 5 %, ale také 1 %.

Program automaticky předpokládá, že počet stupňů volnosti je počet kategorií – 1. Pokud tomu tak není (např. porovnáváme naměřená data s Hardy-Weinbergovou rovnováhou), potom je v tomto dialogovém okně správně spočten chi-kvadrát, ale dosaženou hladinu významnosti musíme přepočítat se správným počtem stupňů volnosti pomocí Probability calculator:
Hledání dosažené hladiny významnosti a kritických hodnot

Voláme Statistics – Probability calculator (úplně dole) – Distribution. V panelu nejprve vybereme požadovanou distribuci (Chi 2, pokud chceme Chi-kvadrát) a potom zadáme parametry příslušné distribuce (počet stupňů volnosti df pro Chi-kvadrát), a hodnotu testovacího kritéria Chi 2. Po zmáčknutí tlačítka Compute program doplní do pole p hodnotu distribuční funkce (dosažená hladina významnosti je 1 – hodnota distribuční funkce). Nebo zadáme df a hodnotu distribuční funkce p a program po zmáčknutí Compute spočítá kritickou hodnotu testovacího kritéria. Pokud chceme pracovat přímo s dosaženou hladinou významnosti (např. nám dělá potíže odečítat od jedné), pak v panelu označíme křížkem 1-Cumulative p.
Cvičení - příklady:

1. Ve druhé filiální generaci (AA x aa) byl očekáván Mendelovský poměr dominantního a recesivního fenotypu 3 : 1. Z 200 zkoumaných individuí bylo 60% dominantních a 40% recesivních jedinců. Liší se výsledek od očekávaného poměru?
2. V první filiální generaci (AA x aa) bylo očekáváno, že všechna individua budou mít dominantní fenotyp. Z 2000 individuí se vyskytla 3 individua s recesivním fenotypem. Liší se výsledek od očekávaného?

3.  Ve druhé filiální generaci (AABB x aabb) je očekávaný poměr fenotypů (AB, Ab, aB, ab) 9:3:3:1.  Skutečné počty byly 125, 60, 50, 12. Liší se zjištěné počty od očekávaného poměru?

4. Byly zjišťovány preference včel pro určitou barvu. Včely byly po jedné vpouštěny do nádoby, kde byly umístěny terče čtyř barev, a bylo sledováno, na který včela poprvé usedne. Výsledné počty: na červený 10, na žlutý 25, na modrý 18, na zelený 6. Preferují včely některou barvu?

5. V území se vyskytují dva typy luk: jeden lze charakterizovat jako Molinion, druhý jako Violion caninae. Z 59 hnízd puškvorečníka kostkovaného bylo 10 nalezeno v Molinionu a 49 ve Violionu caninae. Co můžeme na základě uvedených dat říci o prefenci puškvorečníka pro jednotlivé biotopy? Které údaje by bylo zajímavé znát, aby byl výsledek biologicky interpretovatelný? Čím ještě může být výsledek ovlivněn?

6. Severní Korea byla obviněna, že pomocí pilulek podávaných těhotným ovlivňuje pohlaví rodících se dětí, aby měla dost vojáků. Její ministerstvo veřejného zdraví a blahobytu vydalo prohlášení, ve kterém se tvrdí, že z 124 815 dětí narozených v posledním roce bylo 62 407 chlapců, což dostatečně přesně odpovídá očekávanému poměru pohlaví 1:1. K jakému názoru dojdeme jako statistici?

7. Najděte kritickou hodnotu pro Chi-kvadrát na 5%-ní hladině významnosti při 3 stupních volnosti.

8. V populaci bylo nalezeno 15 jedinců genotypu AA, 20 jedinců genotypu Aa a 77 jedinců genotypu aa. Testujte shodu s H-W rovnováhou.

Výsledky:

1. χ2= 24.0, df = 1, p = 0.000001
2. χ2 → ∞, df = 1, p → 0 (Statistica počítá chybně)
3. χ2 = 6.502, df = 3, p = 0.0896

4. χ2 = 14.559, df = 3, p = 0.002
5. Spočítat se něco dá, ale o preferencích nemůžeme říct vůbec nic.

6. χ2 = 0.00008, df = 1, p = 0.998 – too good tobe true
7. χ2 = 7.815

8. χ2 = 26.405, df = 1, p < 0.000001
Kontingenční tabulky

Kontingenční tabulky se dají ve STATISTICe počítat na několika místech: 

1. Čtyřpolní tabulka se nejjednodušeji spočte v Nonparametrics, kde je jedna volba přímo 2x2 tables. Jedná se o Fisherův exaktní test (výpočet je prováděn kombinatoricky). Data zapisujeme přímo do tabulky, která se nám objeví, nikoliv do spreadsheetu STATISTICy, musíme tedy znát frekvence.
2. Vícerozměrné tabulky s odpovídající loglineární analýzou se dají počítat v Advanced linear and non-linear models - Log-linear analysis of frequency tables. 
3. Nejjednodušší je počítání v Basic Statistics/Tables. Tam máme na výběr různé způsoby výpočtu, včetně Fisherova exaktního testu
Pokud máme hrubá data, utvoří nám STATISTICA sama tabulku. Příklad (skripta Obr. 3-1 str. 33): máme data o lidech, kde bylo zaznamenáváno pohlaví a barva vlasů:

Jméno 
Pohlaví 
Barva vlasů

Novák
muž

černá

Tichá
žena 
blond

Bílý
muž

zrzavá

atd.

STATISTICA nám vytvoří sama tabulku s četnostmi. Kategoriální proměnné můžeme zadávat buď jako textovou proměnnou (viz nahoře), nebo číslicí (např.: muž – 1, žena – 2; černá – 1; hnědá - 2, atd.). Potom můžeme tabulku zadat také přímo pomocí frekvencí:


   COLOR
     
SEX

FREQ

1

1

1

32

2

2

1

43

3

3

1

16

4

4

1

9

5

1

2

55

6

2

2

65

7

3

2

64

8

4

2

16

Ve Statistics – Basic Statistics/ Tables voláme Tables and banners – Crosstabulation (už je tam jako předvolba) a v Specify tables specifikujeme klasifikační proměnné (COLOR a SEX). Pokud pracujeme s hrubými daty, tedy nemáme už sečteno, kolikrát nastala daná kombinace, neděláme už nic a zmáčkneme OK. 

Pokud pracujeme s frekvencemi (tedy kolikrát nastal stav muž-blonďák, žena-blondýna,...), musíme zadat váhy. Frekvence se nezadávají jako proměnná ve Specify tables! Váhy se nastavují pomocí tlačítka se závažím (je na něm 10 a vedle něj w). Váhu specifikující proměnná je proměnná s frekvencemi – do Weight variable napíšeme její jméno (FREQ); nezapomeneme dát Weights: Status ON. Nahoře máme na výběr Use spreadsheet weights (to znamená, že váhy zůstanou stále zapnuté, dokud je osobně nevypnete) nebo Use weights for this analysis/graph only (po provedení jednoho výpočtu se váhy samy vypnou). Co se vah týče, pozor na to, aby byly zapnuty jenom na ty analýzy, na které mají – je to jeden z nejčastějších důvodů, proč něco někde nefunguje. Jejich ne/prosvícenost vidíme v téměř každém dialogovém okně, navíc i na spodní stálé liště vpravo (je tam i zda je zapnutá selekce případů). 

Poté odsouhlasíme OK – OK. Objeví se další panel, přepneme se na lištu Options, kde si můžeme vybrat, které výsledky chceme vidět. Většinou nám ke štěstí stačí Pearson (tj. normální) a
M-L (=maximum likelihood) chi-square. Taky odškrneme Expected frequencies (tj. očekávané frekvence za předpokladu nezávislosti), případně i Residual frequencies (rozdíly očekávané - napozorované) – právě nad tabulku s Expected frequencies se zobrazuje výsledek testu. 

Pokud nechceme používat všechny skupiny, které máme v tabulce, dáme v prvním okně, to znamená tam, kde zadáváme proměnné (variables), Identification of levels in the tables factors – Use selected grouping codes only a vybereme si které.  Nebo se to dá udělat přes Select cases.

Normální rozdělení

V tomto praktiku používáme odhady procentuálního zastoupení intervalu hodnot proměnné z normálního rozdělení. Použijte Probability calculator (poslední položka v menu “Statistics”)

Příklady (pozor, ne všechny musí být kont. tab.):

1. V pokusu bylo sledováno, jaký vliv má na klíčivost semen hlohu skutečnost, že semeno projde zažívacím traktem kohouta. 50 plodů hlohu bylo dáno sežrat kohoutovi, a semena byla po projití zažívacím traktem sebrána a dána klíčit. Dalších 50 semen bylo dáno klíčit přímo. Ze semen traktem prošlých vyklíčilo 56%, ze semen traktem neprošlých 22%. Má projití traktem vliv na klíčivost?

2. V Sierra Leone bylo do nemocnice přivezeno s cholerou během určitého časového okamžiku 120 osob. Přitom bylo zjišťováno, zda osoby byly očkovány proti tetanu. Z 65 osob očkovaných proti tetanu přežilo choleru 55. Z 55 osob neočkovaných přežilo 15. Můžeme na základě uvedených dat usoudit, že očkování proti tetanu chrání i před cholerou?

3. Z populace bylo náhodně vybráno 100 rostlin. Z nich bylo (zjištěno isozymovou analýzou) 12 dominantních homozygotů,  20 heterozygotů a zbytek recesivních homozygotů. Je populace v Hardy-Weinbergově rovnováze. 

4. Z 120 studentek pedagogické fakulty otěhotnělo během sledovaného období 10%, ze 150 studentek biologie 20% a z 160 studentek sociálních věd 5%. Lišila se pravděpodobnost otěhotnění mezi studentkami jednotlivých fakult?

5. Během chřipkové epidemie z celkového počtu 170 studentů pedagogické fakulty onemocnělo 80, z 220 biologické fakulty 190 a z 290 studentů sociálních věd 22. Liší se odolnost studentů podle toho, kterou fakultu studují? (Pozor, nelze, není nezávislost!).

6. Byl studován vztah suchopýru úzkolistého a smilky tuhé v lučním společenstvu. Bylo náhodně umístěno 150 čtverců. Z nich 15 obsahovalo oba druhy, 65 pouze smilku, 45 pouze suchopýr a 25 neobsahovalo žádný z druhů. Co můžeme o vztahu těchto druhů říci?

7. Předpokládejme, že výška studentů (v cm) má normální rozdělení se střední hodnotou 179 a variancí 121. (a) Jaká je pravděpodobnost, že náhodně vybraný student bude pohodlně sedět v lavici, která je konstruována na výšku postavy 170 až  190 cm? (b) Kolik bude mezi 550 studenty košíkářských postav (tj. s výškou 200 cm a vyšší)? (c) Na jakou výšku musí být konstruovány lavice, aby vyhovovaly 99% posluchačů, tak, aby stejnému počtu posluchačů byly příliš malé a stejnému počtu posluchačů příliš velké. (d) Na jakou výšku musí být konstruovány lavice, aby 95% posluchačů nebyly malé?
Výsledky:
1. χ2 = 12.148, df = 1, p = 0.000491

2. χ2 = 40.3037, df = 1, p = 0.000001

3. χ2 = 17.40971, df = 1, p = 0.00003

4. χ2 = 17.3811, df =2, p = 0.000168
5, Problém s nezávislostí pozorování
6. χ2 = 32.2545, df =2, p = 0.000001

7. (a) 63.5%, (b) 15.5, (c) 150.7 – 207.3, (d) 197.1
Test shody dat s rozdělením a t-testy

1. Test shody dat s rozdělením:

Buď máme data zadána v jedné proměnné nebo, pokud máme data s frekvencemi jako v příkladu kontingenčních tabulek, můžeme mít dvě proměnné – hodnotu a frekvenci (tu pak použijeme jako váhu). Voláme Statistics – Distribution fitting.  Vybereme příslušné rozdělení (kontinuální nebo diskrétní) – OK, zadáme proměnnou ve Variables  – Summary. Získáme tzv. frekvenční tabulku.
Pozor, nulovou hypotézou je, že se data od testované distribuce neliší, takže nám vyvrácení nulové hypotézy způsobí určité problémy, pokud děláme test za účelem prokázání, že data můžeme dále zpracovávat metodami předpokládajícími danou distribuci! (Otázka je ale složitější, musíme brát v úvahu i sílu testu). Nejčastěji se setkáváme se situací, kdy testujeme, zda data mají normální rozdělení (H0: data se neliší od normální distribuce). “Žádoucí” je neprůkazný výsledek. (Je diskutabilní, do jaké míry je takovéhle testování smysluplné, nejčastěji ho děláme proto, že to editoři časopisů vyžadují – vyjádříme se k tomu, až se budeme dívat na použití jednotlivých, normalitu předpokládajících metod).
Velmi názorný je graf (histogram) Plot of observed and expected distribution. Zkontrolujte, zda není šíře intervalů navržena programem nevhodně (třeba jako zlomek přesnosti měření). Parametry grafu lze nastavit na záložce Parameters. V ideálním případě by graf by měl mít takový průběh, jaký má daná distribuce (s parametry, které si program odhadne z dat; u normálního rozdělení průměr a SD).
Nemusíte zadávat přímo jednotlivá pozorování, můžete použít frekvence (data jako v příkladu 1). Analyzovaná proměnná jsou vaše měřené hodnoty, frekvence zadáme jako váhu (tlačítko vah  w s obrázkem závaží). Užíváme-li váhy, nesmíme zapomenout zadat Status: ON. POZOR: u metod, které k výpočtu používají data rozdělená na intervaly (třeba chi-kvadrát), zadáme počet kategorií s ohledem na přesnost měření. Velikosti kategorií určené počítačem vidíme na záložce Parameters, spolu i s pár popisnými charakteristikami relevantními pro danou distribuci. Tyto charakteristiky (u normálního rozdělení mean, s.d.) můžeme změnit, chceme-li testovat proti konkrétním zadaným hodnotám. Na záložce Option si můžete vybrat, zda bude spočítán Kolmogorov-Smirnov test.

Užitečné jsou i další možnosti. U biologických dat je nejčastější odchylkou od normality pozitivní šikmost rozdělení (normální rozdělení má šikmost 0). Šikmost se dá spočítat pomocí Statistics – Basic statistics – Descriptive statistics V záložce advanced požádáme o šikmost Skewness  a její střední chybu odhadu. Jako hrubé pravidlo platí, že když je odhad parametru dvakrát větší (v absolutní hodnotě) než jeho střední chyba, odpovídá to zamítnutí nulové hypotézy, že se parametr rovná nule, na 5% hladině významnosti. Přesnější je použít t-test: parametr / s.e. dá hodnotu testovacího kriteria t – její otestování viz následující odstavec. V Descriptive statistics si můžeme zavolat Prob. & Scatterplots – Normal probability plot – ten nám dá velmi dobrou představu, pokud je rozdělení normální, data jsou v přímce. V Descriptive statistics na záložce Normality je také možné nakreslit histogramy, případně zvolit některý z testů.
2. Jednovýběrový, dvouvýběrový a párový t-test (jedná se o PARAMETRICKÉ testy)
Máme-li jednovýběrový t-test, je nejjednodušší spočítat konfidenční interval (symetrický, STATISTICA jiný nepočítá) v Basic Statistics/tables – Descriptive Statistics a pokud  (1 –
[image: image1.wmf]a

) konfidenční interval pro naměřená data neobsahuje hodnotu předpokládanou v nulové hypotéze, znamená to, že v oboustranném testu můžeme nulovou hypotézu zamítnout na hladině významnosti 
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. Totéž za nás STATISTICA udělá v Statistics – Basic statistics/tables – t test, single sample – záložka Quick – test all means against: – tam zadáme, vůči jakému číslu to chceme testovat (co předpokládá nulová hypotéza). Námi naměřené hodnoty zadáme do Variables a pak odklikneme Summary. Přímo v tomto dialogovém okně se nabízí možnost nakreslit Box and whisker plot.
Dvouvýběrový  t-test  se dá také spočítat v Statistics – Basic statistics/tables – t test, independent, by groups nebo t test, independent, by variables. Rozdíl je ve způsobu zadání dat – pokud je to by groups, jako jednu proměnnou (sloupec) zadáváme kódy skupin a druhá proměnná jsou napozorované hodnoty. Pokud je to by variables, jedna skupina je v jedné proměnné, druhá v druhé. Ovšem na řádku v případě dvouvýběrového testu nemají pozorování nic společného. Používejte radši zadávání by groups, protože tímto způsobem se pak zadávají data do jiných metod (např. ANOVA), případně v jiných statistických programech.
Párový t-test  nejjednodušeji spočteme v Basic Statistics/tables pomocí t-test,  dependent samples. Porovnávané hodnoty pro jedno pozorování máme každou v jedné proměnné a zadáme je na First list a Second list. Na řádku si hodnoty odpovídají (sloupce jsou pravá ruka a levá ruka a na řádku je vždycky jeden tenista, viz příklad 3).

I zde by se dal spočítat jednovýběrový t-test. Ve First list zadáme proměnnou, kterou testujeme a Second list je proměnná s hodnotou nulové hypotézy ve všech případech – viz příklad 4.

STATISTICA dělá jen oboustranné testy. Dosaženou hladinu významnosti v jednostranném testu dostaneme tak, že pokud je výchylka na správnou stranu, dosaženou hladinu významnosti v dvoustranném testu dělíme dvěmi.

Příklady:

1. Byly měřeny délky plůdku ryb. Byla získána následující data:

	Délka (mm)
	3.5 
	4
	4.5
	5
	5.5
	6
	6.5
	7
	9

	kolikrát naměřeno:
	3
	15
	26
	18
	7
	3
	2
	1
	1


(a) Pocházejí data ze základního souboru s normálním rozdělením?

(b) Testujte nulovou hypotézu, že data pocházejí ze základního souboru N(5,2). 

2. Podobně otestujte shodu váhy individuí s normálním rozdělením – udány jsou počty pozorování pro každou váhu.
	váha [g]
	1
	2
	3
	4
	5
	6
	7
	8
	9

	frekvence
	1
	3
	5
	9
	8
	5
	4
	2
	1


3.  Délka rukou u tenistů hrajících pravou rukou:

	Levá  
	55
	61
	65
	55
	51
	52

	Pravá
	57
	63
	66
	57
	50
	56


Liší se délka levé a pravé ruky? Použijte dvoustranný i jednostranný test (odůvodněte případný jednovýběrový test).
994. 15 občanů bylo požádáno, aby vypili 4 piva a přitom byla zjišťována změna jejich hmotnosti. Cílem bylo zjistit, zda osoba přibude o předpokládané dva kilogramy. Zjištěné rozdíly byly (v kilogramech): 

2.1, 2.2, 1.9, 1.8, 2.5, 2.6, 2.1, 1.7, 1.6, 1.9, 2.3, 2.1, 1.9, 1.8, 2.2.

Liší se v průměru změna váhy od předpokladu? Udejte konfidenční interval pro nárůst váhy.
5. Krevní tlak u osob před a po podání léku, který má krevní tlak snížit (před–po):

(115–110); (125–121); (135–125); (150–152); (120–105); (105–99);(120–110); (108–102);(99–90);
(95–90).

Působí lék skutečně snížení tlaku? (Jaké by bylo správné pokusné uspořádání? Co jsme dokázali tímto pokusem?

6. Na deseti trvalých plochách byly provedeny rozbory vegetace v roce 1980 a poté v roce 2000. Počty druhů (rok 1980, rok 2000) byly:

(20, 18), (15, 13), (25, 24), (25, 26), (30, 28), (32, 30),  (20, 11), (22, 19), (11, 11), (13, 12).
Dochází v průměru ke změně druhové bohatosti společenstev? 

Výsledky: 1. (a) d = 0.212, p <0.01, χ2 = 19.350, df = 3, p = 0.00023; (b) d = 0.316, p <0.01, χ2 = 60.728, df = 5, p = 0.00001; 2. d = 0.135, n.s.; χ2 = 3.556, df = 3, p = 0.169; 3. t = -2.500, df = 5, p(oboustr.) = 0.054, p(jednostr.) = 0.027; 4. t = 0.634, df = 14, p = 0.536, 95% konf. interval: 1.889–2.205; 5. t = 4.735, df = 9, p = 0.001066 (lépe jednostranný, p=0.000533), ale nevyloučí placebo efekt; 6. t = 2.473, df = 9, p = 0.035
3. Porovnání dvou vzorků: dvouvýběrový t-test a F-test (jde o PARAMETRICKÉ testy)

H0: t-test: průměry se mezi dvěma skupinami neliší; F-test: variance se mezi dvěma skupinami neliší.
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Příklad: porovnáváme délky prašníků dvou pryskyřníků (Ranunculus acris a R. nemorosus). Od každého měření máme pět pozorování (měli bychom mít víc). Data můžeme zadat dvojím způsobem: 

A. Každý vzorek má zvláštní proměnnou:

(tento způsob zadání pokud možno nepoužívejte)
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1
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1
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104.823
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63.20
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B. Všechny hodnoty jsou uloženy v jedné proměnné, a druhá proměnná je klasifikační (říká nám, ke kterému druhu se daný údaj vztahuje):

(preferovaný způsob zadání dat, co řádek, to nezávislé pozorování)

Klasifikační proměnná může být textová i numerická, např. místo „ac“ bude 1 a místo „ne“ bude 2. (Program STATISTICA si interně stejně předělá textové kódy na číselné 101, 102,…, což uvidíme, když si dáme při zadávání kódů Factor codes - zoom.)

A teď opakování – voláme Statistics - Basic statistics/tables - t-test, independent sample, v prvním případě by variables, v druhém by groups.V prvním případě zadáme do First list Acer a do Second list Nemor. Pak dáme Summary. V druhém případě dáme jako Grouping variable jméno klasifikační proměnné (druh), za Dependent variable jméno proměnné, ve které jsou uloženy hodnoty (delka). Zkontrolujeme si, jestli nám STATISTICA správně doplnila Codes for group 1 a Codes for group 2. A voláme Summary. Pokud chceme t-test za předpokladu rozdílných variancí, pak přejdeme na záložku Options a označíme to v políčku test /w separate variance estimates - Summary.

Výsledky F-testu  jsou přímo ve výsledcích t-testů  na konci tabulky pod F-ratio variances s příslušným p (P variances). Pokud chceme počítat přímo Levenův nebo Brown & Forsythe test na homogenitu variance, zadáme to v záložce Options – Homogeneity of variances.

Jednostranný test není nabízen, v případě potřeby musíme ručně vydělit dosaženou hladinu významnosti dvěma (pozor, pouze, jde-li odchylka směrem alternativní hypotézy). 

Příklady (pozor, ne vše na dvouvýběrový t-test)

1. Teplota jedné lázně byla měřena teploměry dvou firem, z nichž každá dodala 10 teploměrů. Cílem bylo zjistit, zda existuje systematická odchylka (tj. teploměry různých firem dávají v průměru jiné hodnoty) a zda jsou měření stejně přesná (tj. liší se variabilita mezi teploměry různých firem). Byla získána následující data (ve °C):

Termom: 18, 19, 18, 17, 16, 19, 18, 17, 19, 18      Celsimet: 17, 15, 21, 20, 19, 22, 15, 16 ,18, 17

Otestujte jak (a) vychýlení, tak (b) přesnost měření. (Pozn. Kdyby to byla reálná data, tak bych si při téhle přesnosti nekoupil od žádné z firem už nikdy nic.)

2. Byla srovnávána váha semen dvou druhů, od každého druhu bylo váženo deset semen (náhodně vybraných). Váhy byly (v mg):
Druh 1: 15, 16, 17, 15, 16, 14, 15, 16, 19 , 19

Druh 2: 14, 13, 15, 13, 16, 14, 12, 11, 13, 15

(a) Liší se váhy semen uvedených druhů? (b) Liší se variabilita semen u uvedených dvou druhů?

(c) Spočtěte pro každý druh průměr, a charakteristiku variability a přesnosti odhadu.

3. Pět bloků bylo rozděleno vždy na dvě plochy a polovina z nich byla pohnojena a polovina ne. Pokus tedy vypadal v terénu takto:
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Má hnojení vliv na biomasu?


4.  Deset krys bylo od narození krmeno stravou obohacenou hořčíkem, a deset bylo kontrolních (tatáž strava, ale bez obohacení hořčíkem). Předpokládalo se, že obohacení hořčíkem zvýší počet červených krvinek. Výsledky krevního obrazu (počet červených krvinek na objem) byly:

S hořčíkem: 85, 89, 79, 80, 91, 95, 79, 88, 89, 90.

Kontrola:     79, 80, 75, 79, 80, 71, 75, 80, 76, 80.

Je předpoklad o pozitivním vlivu hořčíku na krevní obraz správný?

Výsledky:
1.
(a) t = -0.11196, df = 18, p = 0.906; (b) F = 6.067, df = 9, 9, p = 0.013

2. 
(a) t = 3.637, df = 18, p = 0.002; (b) F = 1.255, df = 9, 9, p = 0.741; (c) druh 1: průměr = 16.2, SD = 1.687, SE = 0.533, 95% conf.i. = 14.994–17.406, druh 2: průměr = 13.6, SD = 1.506, SE = 0.476, 95% conf.i. = 12.523–14.677

3. t = 3.674, df = 4, p = 0.021

4. t = 4.481, df = 18, p(jednostr.) = 0.000144
Neparametrické testy

1. Mann-Whitney test

H0: mediány se mezi dvěma skupinami neliší [pak předpokládáme shodnost tvaru rozdělení; pokud tento předpoklad nemáme, je nulová hypotéza, že výběry pocházejí z totožných rozdělení].

Jedná se o neparametrickou obdobu dvouvýběrového t-testu. Jde-li odchylka od nulové hypotézy správným směrem, získáme dosaženou hladinu významnosti pro jednostranný test dělením hodnot hladiny významnosti pro dvoustranný test dvěma.

Příklad ze skript – porovnání výšek studentů a studentek:

Studenti: 193, 188, 185, 183, 180, 178, 170; studentky: 175, 173, 168, 165, 163:

Data zadáme tak, že do jednoho sloupce zadáme kódy pro pohlaví (ať už 1 / 2 nebo m / f) a do druhého výšky. Voláme Statistics – Nonparametrics – Comparing two independent independent samples (groups). Do Variables zadáme za Grouping variable jméno klasifikační proměnné (pohlaví), za Dependent variable jméno proměnné, ve které jsou uloženy hodnoty (výška). Zkontrolujeme, zda počítač správně doplnil naše kódy pro pohlaví na řádku Codes for, případně to tam dopíšeme ručně.  Pak odklikneme M-W U test nahoře, stejný efekt má odkliknutí tlačítka  Mann-Whitney U test.

	
	Rank Sum m
	Rank Sum f
	U
	Z
	p-level
	Z adjusted
	p-level
	Valid N m
	Valid N f
	2*1sided

	vyska
	61,000
	17,000
	2,000000
	2,435994
	0,014851
	2,435994
	0,014851
	7
	5
	0,010101


(Pozn. Starší verze, od Statistica 10 dolů, dávají pro tento příklad mírně jiné výsledky Z a p – rozdíl je daný tím, že současná verze zahrnuje do výpočtu korekci na kontinuitu. Totéž u Wilcoxnova testu níže.)
V tabulce se nám objeví součty pořadí v každé skupině (rank sum - viz skripta, jak se počítá Mann - Whitney test), hodnota testového kriteria U (Statistica vybírá menší z U a U’), odpovídající hodnota Z-transformace (slušně funguje, když v obou výběrech máme 20  a více pozorování – přibližuje se normální distribuci) a p-level, Z a p pro upravenou (adjusted) hodnotu (ta je především vhodná, pokud máme celkově málo pozorování), a konečně počty pozorování v každé skupině, a při malých a středních velikostech výběru také přesná hodnota dosažené hladiny významnosti pro dvoustranný test (2*1sided exact p).

2. Wilcoxonův test

Jedná se o neparametrickou obdobu párového t-testu, srovnává tedy přes mediány a pořadí pozorování, nikoliv přes průměry.

Příklad ze skript, srnčí nohy (porovnání délek předních a zadních noh u srnčí):

ZADNI
PREDNI

1
142
138

2
140
136

3
144
147

4
144
139

5
142
143

6
146
141

7
149
143

8
150
145

9
142
136

10
148
146

Takto budou také data zadána. Jelikož se jedná o závislá data, na řádku si musí odpovídat délka zadní a přední nohy u jednoho jedince. Poté voláme Nonparametrics - Comparing two dependent samples (variables). Do Variables zadáme do jednoho listu délku zadní a do druhého přední nohy. Pak odklikneme Wilcoxon matched pairs test:
	
	Valid N
	T
	Z
	p-level

	ZADNI & PREDNI
	10
	0,00
	2,201398
	0,027709


Dostáváme počet pozorování (10 závislých pozorování, nikoliv 20 nezávislých – měřeno bylo 10 zvířat), hodnotu T (menší z hodnot T+ a T- ), odpovídající hodnotu Z a hodnotě Z odpovídající hladinu významnosti pro dvoustranný test. 

Pokud bychom chtěli jednostranný, opět dělíme dvěma (pokud jde výchylka správným směrem). Přesnou hodnotu p nedostaneme, ale mohli bychom získanou hodnotu T porovnat s tabulkami (Likeš & Laga 1978).

Obdobně bychom pro párované hodnoty mohli spočítat znaménkový test (Sign test – výhody a nevýhody proti Wilcoxonovu testu viz skripta). Postup je obdobný jako u Wilcoxonova testu.

U všech těchto neparametrických testů je přímo v dialogovém okně nabídka nakreslit si Box and whisker plot for all variables. U párových testů opětovně zadáme proměnné. V nabídce jsou základní 4 box and whisker, pro zobrazení speciálnějších grafů (např. s odlehlými hodnotami) musíte do Graphs – 2D graphs – Box plots a můžete si hrát. Neparametrické testy pro své výpočty používají medián, přísluší jim tedy grafy zobrazující medián (median/quart./range v základním výběru).

Příklady:

1. Byla porovnávána reakce šesti psů na obrázek černé kočky a bílé kočky. Reakce byla hodnocena na stupnici 1–6 (1 – nezájem, 2 – zavrčení, .........,.6 – přímý útok). Výsledky:

	Pes
	Reakce na černou kočku
	R. na bílou kočku

	Alík
	3
	2

	Vořech
	6
	4

	Avar
	2
	2

	Míša
	5
	1

	Kačenka
	6
	6

	Ferda
	2
	1

	Alan
	4
	1


Liší se reakce podle barvy kočky? – Co tady vlastně postulujeme o vlastnostech stupnice, pokud užijeme Wilcoxonův test? (“odečitatelnost”). Jaký bude problém s experimentálním designem? (Nesmíme ukazovat pokaždé stejnou kočku první, dostatečný interval mezi dvěma ukázáními).

2. Byla porovnávána reakce dvou kultivarů smrku na zakouřené městské prostředí. Po deseti stromech každého kultivaru bylo umístěno poblíž rušné křižovatky po celou vegetační sezonu a na jejím konci byl zdravotní stav hodnocen na stupnici 1 (zdravý strom, nejlepší zdravotní stav) – 5 (mrtvý strom). 

Kultivar A: 2, 2, 1, 2, 3, 4, 2, 3, 1, 5

Kultivar B: 4, 5, 1, 1, 4, 3, 5, 1, 1, 2

Liší se uvedené kultivary svoji odolností?

3. Na deseti osobách byla testována bolestivost dvou druhů očkování proti tetanu. Vždy do jednoho ramene byla použita vakcína od firmy A, do druhého ramene vakcína od firmy B, přičemž osoba nevěděla, od které firmy je které vakcína. Poté byla osoba požádána, aby ohodnotila bolestivost očkování na stupnici 0 až 10 (resp. aby přidělila záporné body za bolestivost očkování). 

Osoba
firma A
firma B

1
1
3

2
2
5

3
5
7

4
2
2

5
1
2

6
7
9

7
1
3

8
2
1

9
1
9

10
5
9

Liší se vakcíny různých firem bolestivostí reakce? 

Výsledky:

1. T = 0.00, Z = 2.023, p = 0.043

2. U = 49.000, Z(adj) = - 0.039, p(adj) = 0.969, exact p = 0.971
3. T = 1.50, Z = 2.488, p = 0.012
------------------

Spočtěte pomocí neparametrických metod příklady, počítané dříve parametrickými metodami.

Jednocestná ANOVA

Příklad 8.1 ze skript (3 plemena králíků(:

Data zadáváme do dvou sloupců obdobně jako pro dvouvýběrový t-test, jen skupin může být více než dvě. Pokud jsou skupiny dvě, výsledek (dosažená hladina významnosti, ne testová statistika) t-testu a jednocestné ANOVy je shodný (pokud je více skupin, t-test nelze spočítat). Jedna proměnná je klasifikační (grouping), tedy udává příslušnost objektu ke skupině (v tomto případě plemeno). Této proměnné se také říká kategoriální, neboť se jedná o kategoriální data. Druhá je odpověď (response), tedy naměřená hodnota, a říká se jí rovněž závislá (dependent) proměnná.

	PLEMENO
	VAHA

	1
	3

	1
	3

	1
	4

	1
	5

	1
	5

	2
	4

	2
	4

	2
	5

	2
	6

	2
	6

	3
	5

	3
	5

	3
	6

	3
	7

	3
	7


V programu STATISTICA je možno počítat ANOVu na mnoha místech. Např. jednocestnou ANOVu můžeme počítat buď v Basic statistics/tables -  Break down ( one-way ANOVA nebo přímo v ANOVA nebo v Advanced linear/nonlinear models. Protože v Basic statistic jsou omezené možnosti dalších analýz a nejsou možné další modely ANOVy, kdežto v Advanced linear/nonlinear models je to spojeno s ostatními modely GLM, budeme si ANOVu vysvětlovat v modulu ANOVA.

Předpoklady ANOVy jsou dva – normalita dat a homogenita variancí. Pokud dojde k výraznému narušení některého z předpokladů, můžeme podle situace: (1) provést transformaci dat (nejlépe vychází logaritmování, ale ne vždy), (2) užít zobecněné lineární modely a (3) použít neparametrickou obdobu daného testu. ANOVA je ale relativně robustní proti narušení svých předpokladů, a to tím víc, čím víc máme pozorování.

K názvosloví – faktor je proměnná (např. plemeno) a hladina faktoru jsou jednotlivé skupiny v rámci tohoto faktoru (plemeno 1, plemeno 2, plemeno 3). 

Pokud se rozhodneme testovat předpoklad o normalitě, musíme provést test pro každou skupinu zvlášť (a nebo lépe testovat normalitu residuálů). Je třeba si ale uvědomit, že “chceme”, aby test vyšel neprůkazně. Síla testu ovšem roste s počtem pozorování – a narušení normality je problémem především při malém počtu pozorování, kdy test je velmi slabý. 

Voláme Statistics – ANOVA, Type of analysis zadáme One-way ANOVA (jednocestná ANOVA, to znamená, že máme jenom jeden faktor). V hlavním panelu pomocí tlačítka Variables zadáme za Categorial predictor (factor)  jméno proměnné, ve které je klasifikace do skupin (PLEMENO(, do Dependent variable list proměnnou, ve které jsou naměřená data (VAHA(. Pokud bychom chtěli do analýzy zařadit jen některé hladiny faktoru, můžeme je zadat ve Factor codes, jinak program sám vybere všechny. Ale je vhodné i v případě, že počítáte se všemi kódy, ty Factor codes odkliknout a zkontrolovat si, že tam skutečně jsou jenom a právě ty kódy, které chcete, aby tam byly. Tlačítkem OK odešleme.

Nyní zkontrolujeme druhý předpoklad ANOVy – homogenitu variance. Ve spodní části dialogového okna zmáčkneme More results a vybereme si záložku Assumptions. Tam odklikneme Cochran C, Hartley, Bartlett, což jsou tři testy počítající homogenitu variance. Výsledné p je jedno. Nulová hypotéza zní, že se variance od sebe neliší, takže je to opět test, který chceme, aby vyšel neprůkazně:

	 
	Hartley
	Cochran
	Bartlett
	df
	p

	VAHA
	1,000000
	0,333333
	-0,000000
	2
	1,000000


(Dosažená hladina významnosti p=1, protože jsem si data vymýšlel tak, aby se mi to dobře počítalo, a všechny variance jsou si rovny. V realitě se to prakticky stát nemůže. Too good to be true). Také pozor – i síla těchto testů je závislá na počtu pozorování – negativní výsledek je pravděpodobný, pokud máme málo pozorování. Při mnoha pozorováních nám i malá odchylka může dát průkazný výsledek, což také není dobře. Na téže záložce lze zobrazit rozdělení závislé proměnné pro jednotlivé skupiny (kontrola normality) – Distribution of vars within groups – Histograms.

 
Dále je dobré zkontrolovat reziduály – graficky v záložce Residuals 1 – Residuals (histogram – měly by mít normální rozdělení) nebo Pred.& Resid. (scatterplot predikované hodnoty (= průměry skupin) a reziduálů – rozsahy pro každou skupinu podobné, reziduály náhodně rozptýlené na obě strany od hodnoty 0). Nejčastějším narušením je narušení homogenity variancí, kde je velikost reziduálů pozitivně závislá na velikosti průměru (větší skupina variabilnější; variabilita váhy slonů je větší než variabilita váhy mravenců).
Z nejspodnější lišty vyvoláme ANOVA results a pomocí tlačítka Test all effects na záložce Summary dostáváme tabulku analýzy variance (ANalysis Of VAriance):

	
	SS
	Degr. Of

freedom
	MS
	F
	p

	Intercept
	375,0000
	1
	375,0000
	375,0000
	0,000000

	PLEMENO
	10,0000
	2
	5,0000
	5,0000
	0,026336

	Error
	12,0000
	12
	1,0000
	
	


SS znamená sumu čtverců, Degr. Of Freedom počet stupňů volnosti (DF), MS průměrnou velikost čtverce (SS/DF), F je hodnota testovacího kritéria a p je dosažená hladina významnosti. Význam jednotlivých položek je vysvětlen ve skriptech. Do výsledků se píše DF (dvojí, pro testovaný efekt a error!), F a p z řádku příslušejícího klasifikační proměnné, v tomto případě PLEMENO. (Test pro Intercept je v tomto případě zcela nezajímavý, v podstatě test nulové hypotézy, že průměrná hodnota odpovědi přes všechny proměnné je nula. Připustíme-li, že králíci něco váží, a jejich váhy nemohou být záporné, je nulová hypotéza a priori nesmyslná a není třeba ji testovat – proto se v podobných případech ani neuvádí ve výsledcích. Pozor ale, mohou nastat případy, kdy nás tato hodnota zajímat bude).

Poznámka na okraj - kreslit grafy ilustrující výsledky ve volbě All effects/graphs je nešikovné kromě případu interakcí (bude probráno později) a je lepší nakreslit klasický box and whisker plot v Graphs – 2D graphs – Box plots. ANOVA počítá s průměry, kreslí se tedy grafy s mean (necháme nastavení, které tam je, protože je zbytečné vynášet např. grafy, kde mám jako box směrodatnou odchylku, a jako whiskers dvě směrodatné odchylky – to si v hlavě znásobit umí i cvičená opice). Pozor ale na rozdíl – v All effects/graphs – se vynáší konfidenční intervaly počítané na základě předpokladů ANOVY o homogenitě variance (alespoň pokud neměníme nastavení), v Descriptive statistics a Graphs je variance každé skupiny uvažovaná zvlášť. Tabulku s popisnými statistikami pro jednotlivé skupiny dostaneme ve výsledcích ANOVy na záložce Summary – Desc. cell statistics.
My teď sice víme, že se od sebe ta tři plemena liší ve váze, ale nevíme, jestli se liší každé od každého nebo jenom některá. V případě, že nám tedy hlavní test ANOVy vyšel průkazně, můžeme přistoupit k mnohonásobným porovnáním (to je nesmyslné pro dvě skupiny, tedy pro data pro t-test). Tyto testy se doporučuje provádět pouze pokud vyjde ANOVA průkazně. (Tento postup je rutinně prováděn, tedy si ho popíšeme, možná lepším přístupem by bylo užít nezávislých kontrastů).

Z nejspodnější lišty si vyvoláme záložku ANOVA Results … Vybereme si záložku Post-hoc (pokud jsme již neudělali, je předtím třeba rozkliknout More results vlevo dole). Pokud máme ve skupinách stejné počty pozorování, odklikneme Tukey HSD test, pokud ne, tak Unequal N HSD, což je varianta Tukeyho testu pro nestejný počet pozorování. Pozor, post-hoc testy jsou mnohem náchylnější na nehomogenitu variance než ANOVA:
	
	PLEMENO
	{1}
	{2}
	{3}

	1
	1
	
	0,290851
	0,020839

	2
	2
	0,290851
	
	0,290851

	3
	3
	0,020839
	0,290851
	


Pokud chceme v závěrečném grafu vynášet (běžně se to dělá) průkazné rozdíly pomocí písmen, musíme to udělat ručně (z horní lišty, pomocí Insert text).
Příklady

1. 15 rostlin bylo rozděleno náhodně do tří skupin po pěti. Rostliny první skupiny byly pěstovány (každá ve zvláštním květináči( v písčité půdě, rostliny druhé skupiny v hlinité půdě a třetí skupiny v rašelině. Výšky rostlin na vrcholu sezóny:

písčitá: 15, 16, 18, 15, 21

hlinitá: 21, 20, 18, 25, 26

rašelina: 22, 26, 27, 30, 29

Má typ půdy vliv na výšku rostlin? Které skupiny se navzájem liší? Nakreslete si příslušný graf. Zkontrolujte homogenitu variancí.

2. Ze tří náhodně vybraných rostlin všivce lesního byla sebrána semena. 5 semen z každé rostliny bylo za standardních podmínek necháno vyklíčit. Po deseti dnech byly změřeny délky klíčků jednotlivých rostlin (mm(:

rostlina 1: 5, 7, 9, 8, 8

rostlina 2: 8, 7, 7, 9, 11

rostlina 3: 6, 8, 9, 11, 6

Liší se délky klíčků v závislosti na mateřské rostlině?

3. Byla srovnávána váha semen dvou druhů, od každého druhu bylo užito 10 semen (náhodně vybraných(. Váhy byly:

1. druh: 15, 16, 17, 15, 16, 14, 15, 16, 19, 19

2. druh: 14, 13, 15, 13, 16, 14, 12, 11, 13, 15

Liší se váhy semen uvedených druhů? Spočtěte pomocí parametrického testu, neparametrického testu a pomocí ANOVy.

Výsledky:

1. F = 13.0036, df = 2, 12, p = 0.00991; průkazný rozdíl písek - rašelina

2. F = 0.3958, df = 2, 12, p = 0.681592

3. F = 13.226, df = 1, 18, p = 0.001886; t = 3.636789, df = 18, p = 0.001886; U = 11.5, p = 0.002089

Kruskal-Wallis(ův) test

Jedná se o neparametrickou obdobu jednocestné ANOVy.

Data zadáme stejně jako pro jednocestnou analýzu variance (tedy jedna proměnná je klasifikační, druhá proměnná obsahuje zjištěné hodnoty, opět data s králíky). Zavoláme proceduru Nonparametrics – Compare multiple independent samples (groups). Zadáme závislou proměnnou jako Dependent variables a klasifikační proměnnou jako Grouping variable. Pak odklikneme Summary nebo Summary: Kruskal-Wallis ANOVA and Median test, efekt je stejný. Dostaneme dvě tabulky s výsledky. Ta, kterou vidíme na obrazovce jako první, je výsledek mediánového testu  (porovnává počet pozorování pod a nad společným mediánem v jednotlivých skupinách):

Median Test, Overall Median = 5,00000; VAHA (biostat)

Independent (grouping) variable: PLEMENO

Chi-Square = 4,200000, df = 2, p = ,1225
	
	Grp.1
	Grp.2
	Grp.3
	Total

	<= Median: observed
	5,00000
	3,000000
	2,00000
	10,00000

	expected
	3,33333
	3,333333
	3,33333
	

	obs.-exp.
	1,66667
	-0,333333
	-1,33333
	

	> Median: observed
	0,00000
	2,000000
	3,00000
	5,00000

	expected
	1,66667
	1,666667
	1,66667
	

	obs.-exp.
	-1,66667
	0,333333
	1,33333
	

	Total: observed
	5,00000
	5,000000
	5,00000
	15,00000


Nás ale zajímá výsledek K-W testu, k tomu se dostaneme tak, že ve výsledkovém Workbooku přepneme o okno dřív (sloupec vlevo) – Kruskal-Wallis ANOVA by Ranks:

Kruskal-Wallis ANOVA by Ranks; VAHA (biostat)

Independent (grouping) variable: PLEMENO

Kruskal-Wallis test: H (2, N = 15) = 6,107170 p =,0472
	
	Code
	Valid N
	Sum of

	Grp.1
	1
	5
	23,00000

	Grp.2
	2
	5
	40,00000

	Grp.3
	3
	5
	57,00000


H je hodnota testovacího kritéria, 2 znamená 2 stupně volnosti, N počet pozorování, p dosaženou hladinu významnosti. Srovnáme-li to s výsledkem jednocestné ANOVy pro stejná data, je vidět, že neparametrický Kruskal-Wallis je slabší test než ANOVA (jako všechny neparametrické testy v porovnání s parametrickými testy). V tabulce jsou součty pořadí pro jednotlivé skupiny, vidíme tedy, že průměrné pořadí první skupiny je 4.6, druhé skupiny je 8 a třetí skupiny 11.4, tedy první skupina je nejlehčí, třetí nejtěžší. Statistica od verze 9 už také umí spočítat mnohonásobné porovnání průměrného pořadí (tlačítko Multiple comparisons of mean ranks for all groups v dialogovém okně, kde se zadávají proměnné).

Dvoucestná ANOVA

V případě, že máme dvě nezávislé klasifikační proměnné (dusík byl-nebyl, voda byla-nebyla) a zkoumáme jejich vliv na jednu závislou kvantitativní proměnnou, jedná se o dvoucestnou ANOVu (kdyby byly tři, byla by trojcestná, atd.). Každou klasifikační proměnnou (faktor) zadáme do jedné proměnné (sloupce). V následujícím příkladu to tedy budou proměnné DUSIK a VODA. měřené hodnoty zadáme do další proměnné (VYSKA). Data tedy budou vypadat:


DUSIK
VODA
VYSKA

1
0
0
23

2
0
0
25

3
0
0
24

4
0
0
26

5
0
0
19

6
0
1
32

7
0
1
37

8
0
1
34

9
0
1
35

10
0
1
36

11
1
0
29

12
1
0
28

13
1
0
29

14
1
0
31

15
1
0
30

16
1
1
57

17
1
1
59

18
1
1
62

19
1
1
58

20
1
1
59

Pokud nám jde pouze o efekty jednotlivých klasifikačních proměnných bez jejich interakce, počítáme v Main effects ANOVA. Pokud nás ale zajímá i jejich interakce (neaditivní spolupůsobení), počítáme ve Factorial ANOVA, která nám spočte jak vliv jednotlivých klasifikačních proměnných, tak jejich interakci. K tomu však musíme mít faktoriální uspořádání pokusu (kombinaci každý s každým, což v tomto příkladu máme: dusík je-voda není, dusík není-voda je, dusík je-voda je, dusík není-voda není).
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Voláme Statistics – ANOVA – Factorial ANOVA – OK. Jako Dependent variable zadáme VYSKA, jako Categorical factors (variables) VODA a DUSIK. Zkontrolujeme Factor codes – All – OK – All effects:

Postupy jsou stejné jako u jednocestné ANOVy – než spočteme samotnou ANOVu, tak prvně zkontrolujeme homogenitu variance (u faktoriální nás zajímá ta interakční) a reziduály. Pomocí post hoc dostaneme mnohonásobná porovnání (buď vybereme faktor, jehož hladiny chceme porovnávat – to zde nemá smysl, protože každý z faktorů má jen dvě hladiny, pokud chceme porovnávat všechny skupiny mezi sebou, zvolíme interakci obou faktorů). Interaction plot (tj. průměry s konfidenčními intervaly, hladiny téhož faktoru spojeny čarou, tak, že rovnoběžnost čar odpovídá aditivitě efektů) dostaneme pomocí All effects/Graphs.

Při tomto typu zadání STATISTICA automaticky považuje faktory za faktory s pevným efektem. V případě, že potřebujeme zadat faktor s náhodným efektem, je to složitější. Postupujeme Statistics - Advanced linear/nonlinear models - Variance components - a tam zadáme, které proměnné mají náhodný a které pevný efekt (např. když máme úplně znáhodněné bloky, kdy je nutné zadat BLOK jako náhodnou proměnnou, viz dále). 

Co je to náhodný a pevný efekt, záleží na naplánování pokusu a přístupu. Pokud máme pevně danou hladinu hnojiva, kterou přidáváme do květináče, je to pevný efekt. Pokud srovnáváme 3 louky, a jsme zemědělec, kterému ty louky patří, a tedy nás zajímají pouze tyto louky a všechny ostatní louky světa nám jsou ukradené, je louka taky faktor s pevným efektem. Pokud jsme však biologové a tyto 3 louky máme jenom jako výběr a chceme naše výsledky generalizovat na všechny louky z nichž naše tři jsou náhodným výběrem, pak je to faktor s náhodným efektem. 

Příklady

1. Bylo vybráno 30 osob, a každé z nich byla sdělena skutečnost, která měla vyvolat radostnou reakci. Intenzita radostné reakce byla hodnocena na stupnici od 0 (odpověď typu „a co já s tím mám dělat“), přes 1 (odpověď typu „to mě opravdu těší“) až k 10 (radostí nepříčetný).  Deseti osobám bylo sděleno, že zcela mimořádně dostávají v restituci pivovar, dalším deseti, že budou jmenováni ministrem školství, a dalším deseti, že vyhráli rekreační zájezd do Ostravy. Reakce na jednotlivá sdělení:

Pivovar: 5, 7, 8, 6, 8, 7, 9, 10, 6, 9

Min. škol: 1, 0, 2, 3, 8, 1, 3, 5, 5, 2

Ostrava: 4, 3, 2, 0, 2, 3, 2, 5, 2, 3

Liší se intenzita radostné reakce podle typu sdělení?


2. V pokusu jsme měli 10 samců a 10 samic krysy. Pětici samic a pětici samců byl od narození podáván hormon ledvinkin. Po dvou měsících byly krysy pitvány a určena váha ledvin. Má hormon ledvinkin vliv na váhu ledvin, liší se váha ledvin u samců a u samic? Je vliv ledvinkinu různý u samců a u samic?

Samci


Samice

bez ledvinkinu

5, 8, 7, 6, 7

8, 9, 7, 8, 9

s ledvinkinem

11, 15, 14, 12, 15
23, 19, 18, 21, 23

3. Na deseti rostlinách byla porovnávána hustota průduchů na listech, na korunních plátcích a na řapíku. Byly zjištěny následující hodnoty:

Rostlina
Listy

Korunní plátky
Řapík

1.

9

6

7

2.

15

9

10

3.

7

3

 4

4.

15

10

12

5.

11

7

9

6.

20

15

17

7.

19

18

18

8.

4

3

3

9.

16

11

13

10.

14

10

11

Liší se hustoty průduchů na jednotlivých částech rostliny?

Výsledky:  1. H(2,N=30) = 16.87458, p = 0.0002; 2. ledvinkin: F=179.219, df = 1,16, p = 1×10-6, pohlaví: F = 38.571 df = 1,16, p = 0.000012, ledvinkin * pohlaví: F = 16.019, df = 1,16, p = 0.001027; 3. část: F = 46.73394, df = 2, 18, p = 1×10-6; rostlina (random): F = 89.92661, df = 9, 18, p = 1×10-6
ANOVA pro úplně znáhodněné bloky

Blok je skupina pozorování, které mají něco společného oproti jiným pozorováním, ať už je to, že těchto pět rostlin rostlo v jednom květináči.  Jsou dvě možnosti, jak to řešit:

1. V rámci x-cestné ANOVy uvést jako jednu z klasifikačních proměnných příslušnost k bloku a zadat ji jako faktor s náhodným efektem – viz dvoucestná ANOVA. (Pro jeden faktor a blok je také možné spočítat dvoucestnou ANOVU bez opakování pomocí Main Factor ANOVA – ve jmenovateli F testu bude pokaždé interakce.)

2. 
Jiná možnost (s totožným výsledkem) je považovat každý blok za jedno pozorování, na které byly měřeny různé proměnné. Vezměme příklad z minulého praktika, 10 rostlin, na každé zjištěna hustota průduchů na listech, řapících a květech:

Na deseti rostlinách byla porovnávána hustota průduchů na listech, na korunních plátcích a na řapíku. Byli zjištěny následující hodnoty:

Rostlina
Listy

Korunní plátky
Řapík

1.

9

6

7

2.

15

9

10

3.

7

3

 4

4.

15

10

12

5.

11

7

9

6.

20

15

17

7.

19

18

18

8.

4

3

3

9.

16

11

13

10.

14

10

11

Liší se hustoty průduchů na jednotlivých částech rostliny?

Data budou vypadat tak, že budeme mít 3 proměnné, každý případ (řádek) bude odpovídat jednomu bloku (rostlině) a každá proměnná listům, řapíkům, květům. (tedy přesně tak, jak vypadá zadání příkladu). Pak voláme Statistics – ANOVA – Repeated measures ANOVA.  Za dependent variables zadáme proměnné s naměřenými daty (tedy listy, květy, řapíky), Independent variables (factors) necháme prázdné. Odklikneme tlačítko Within effects, kde odsouhlasíme No of levels (v tomto případě 3 = listy, květy, řapíky) a místo navrhovaného Factor name R1 můžeme zadat třeba POLOHA (ale nemusíme). Klasickým postupem (přes OK a All effects) získáme test pro uvažovaný efekt:

	
	SS
	Degr. Of freedom
	MS
	F
	p

	Intercept
	3542,533
	1
	3542,533
	48,79025
	0,000064

	Error
	653,467
	9
	72,607
	
	

	R1
	75,467
	2
	37,733
	46,73394
	0,000000

	Error
	14,533
	18
	0,807
	
	


Friedmanův test

Jedná se o neparametrickou obdobu ANOVy pro úplné znáhodněné bloky. Data je nutné zadat stejně, jako když počítáme ANOVu pro úplné znáhodněné bloky pomocí Repeated measures ANOVA.
Postup si ilustrujeme opět na datech o počtu průduchů na rostlině. Voláme Nonparametrics – Compare multiple dep. samples (variables). Jako Variables zadáme LISTY, RAPIKY, KVETY. Pak odklikneme Summary nebo Summary: Friedman ANOVA and Kendall´s concordance, efekt je stejný:

Friedman ANOVA and Kendall Coeff. of Concordance (biostat)

ANOVA Chi Sqr. (N = 10, df = 2) = 19,15789 p < ,00007

Coeff. of Concordance = ,95789 Aver. rank r = ,95322
	
	Average rank
	Sum of ranks
	Mean
	Std.Dev.

	listy
	3,000000
	30,00000
	13,00000
	5,163978

	platky
	1,100000
	11,00000
	9,20000
	4,802777

	rapik
	1,900000
	19,00000
	10,40000
	4,948625


Výsledné p se týká Friedmanova testu (ANOVA Chi Sqr. (N = 10, df = 2) = 19,15789 p < ,00007). K tomu dostaneme výsledek Kendallovy „konkordance“, který je zobecněním Spearmanova korelačního koeficientu (viz skripta). 

Hierarchické uspořádání ANOVy

Jedná se o typ ANOVy, kdy máme ve skupině podskupiny, např. tři druhy rostlin pěstujeme každý v 5 květináčích v každém po 5 kytkách a měříme jejich výšku – květináč je hierarchicky nižší kategorie než druh. Není to faktoriální uspořádání, protože první květináč druhu A není srovnatelný s prvním květináčem druhu B či C. 

Příklad: rostliny byly pěstovány na dvou typech substrátu (vždy 2 a 2; je to strašně málo, ale pro ilustraci to stačí, ve skutečnosti by to nestačilo). Z každé rostliny byly odebrány tři okolíky, a v každém z nich byl spočten počet větví. Data vypadají následujícím způsobem:


SUBSTRAT
KYTKA

POCET

1
1

1

6

2
1

1

9

3
1

1

7

4
1

2

9

5
1

2

10

6
1

2

11 

7
2

3

5

8
2

3

6

9
2

3

4

10
2

4

7

11
2

4

7

12
2

4

9 

Potřebujeme tedy spočítat hierarchickou ANOVu, v níž máme faktory s pevným i náhodným efektem. Možností je několik. Voláme Statistics – Advanced linear/nonlinear models – Variance components.  Jako Dependent variable zadáme POCET, jako  Fixed factors (effects) SUBSTRAT a Random factors (effects) KYTKA. Nyní musíme říci programu, že faktor KYTKA hierarchicky nižší a uhnízděn v (nested in) faktoru SUBSTRAT. To provedeme pomocí záložky Model, kde odškrtneme Hierarchically nested design. Program automaticky bere, že faktor s náhodným efektem je uhnízděn ve faktoru s pevným efektem V tomto případě necháme Codes identify consecutive overall levels, pokud bychom měli kytky označeny 1-2 v substrátu 1 a pak kytky 1-2 v substrátu 2, zadáme Codes identify levels within other factors. OK – Summary:
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df Error computed using Satterthwaite method

MS Type:

    I

Effect

(F/R)

df

Effect

MS

Effect

df

Error

MS

Error

F

p

{1}substrat

{2}kytka

Fixed

1

16.33333

2.000000

10.66667

1.531250

0.341495

Random

2

10.66667

8.000000

1.41667

7.529412

0.014488


Zjišťujeme tedy, že efekt substrátu nemůžeme prokázat (bodejť by jo, s tak málo opakováními), ale jednotlivé rostliny se mezi sebou liší v průměrném počtu okolíků (vcelku očekávatelné a nezajímavé zjištění).

Totéž lze spočítat i jiným způsobem. Voláme Statistics – Advanced linear/nonlinear models – General linear models, v levé části vybereme Nested design ANOVA. Dependent  je POČET, Categorical factors  jsou SUBSTRAT a KYTKA. V Between effects  ukazuje program, co je v čem uhnízděno (nested in, správě česky vnořeno). Vzorec SUBSTRAT + KYTKA(SUBSTRAT) správně říká, že máme dva faktory, druhý, KYTKA, je nested in SUBSTRAT. Kliknutím na Between effects můžeme upravit, je-li třeba. Nyní musíme ještě počítači říci, že KYTKA je faktor s náhodným efektem (chceme vědět, jak se budou chovat všechny rostliny, z nichž moje jsou náhodným výběrem, ne jen jak se chovají moje čtyři konkrétní rostliny). Klikneme na záložku Options a zadáme Random factors, a nyní můžeme říci OK. Počítač si bude stěžovat, že jsou některé buňky prázdné, což nevadí, počítat bude správně. Dostáváme (All effects):

[image: image4.wmf]Univariate Tests of Significance for pocet (Spreadsheet1 in Workbook1)

Over-parameterized model

Type III decomposition

Effect

Effect

(F/R)

SS

Degr. of

Freedom

MS

Den.Syn.

Error df

Den.Syn.

Error MS

F

p

Intercept

substrat

kytka(substrat)

Error

Fixed

675.0000

1

675.0000

2.000000

10.66667

63.28125

0.015437

Fixed

16.3333

1

16.3333

2.000000

10.66667

1.53125

0.341495

Random

21.3333

2

10.6667

8.000000

1.41667

7.52941

0.014488

11.3333

8

1.4167


Tedy výsledek totožný s předchozím. Můžeme si ještě vyzkoušet, co by se stalo, kdybychom neřekli počítači, že KYTKA je faktor s náhodným efektem:


[image: image5.wmf]Univariate Tests of Significance for pocet (Spreadsheet1 in Workbook1)

Over-parameterized model

Type III decomposition

Effect

SS

Degr. of

Freedom

MS

F

p

Intercept

substrat

kytka(substrat)

Error

675.0000

1

675.0000

476.4706

0.000000

16.3333

1

16.3333

11.5294

0.009423

21.3333

2

10.6667

7.5294

0.014488

11.3333

8

1.4167


Vše bude průkazné (Intercept opět nezajímavý). Nicméně průkaznost substrátu je porovnávána proti variabilitě mezi okolíky téže rostliny (tedy, říká nám výsledek něco o spolehlivosti závěrů, pokud bychom brali jiné okolíky z týchž rostlin, ale ne jiné rostliny).

Příklady

(vyberte správnou metodu, příp. transformaci dat, ne všechno je hierarchická ANOVA!)

1. Byl testován vliv výluhu dvou druhů (Artemisia vulgaris a Cirsium arvense) na klíčivost semen vlčího máku. Ve čtyřech skupinách (každá po pěti Petriho miskách) bylo zjišťováno procento vyklíčených semen. Uvedená procenta byla:

zalévané destilovanou vodou: 98, 96, 92, 90, 94

výluh Artemisia : 88, 86, 82, 80, 86

výluh Cirsium : 78, 72, 68, 70, 72

výluh obou : 74, 76, 76, 70, 72

Co můžeme říci o alelopatickém působení výluhů na klíčivost?

2. Byl testován vliv tří typů stravy (A, B, C) na koncentraci cukru v krvi. Bylo užito 12 krys, tři skupiny po čtyřech. Rozbor krve byl u každé krysy dělán dvakrát. Výsledky z téže krysy jsou spojeny znaménkem &. (tj. 12 & 14, znamená, že na téže kryse byla dvěma paralelními odběry zjištěna hodnota 12 a 14).
Typ stravy:

A 
12&14, 15&16, 14&15, 11&12

B 
19&17, 19&21, 22&21, 19&20

C 
12&12, 15&14, 11&12, 10&11

Vyhodnoťte pokus.

3. Je známo, že směrodatná odchylka počtu individuí roupic v půdní sondě je přibližně lineárně závislá na hustotě individuí (tj. na průměrném počtu roupic v sondě). Cílem sledování bylo porovnat populační hustotu v lokalitách Budějovice, Lišov a Třeboň. V každé lokalitě bylo osm sond, a byly získány následující počty individuí v sondách:

Budějovice: 12, 8, 15, 22, 25, 0, 10, 12

Lišov: 51, 121, 214, 10, 10, 195, 29, 16

Třeboň: 2, 15, 22, 0, 17, 33, 31, 0

Vyhodnoťte pokus.

4. Existuje teorie, že výstražné zbarvení hmyzu s žihadlem je tím nápadnější, čím bolestivější je jeho bodnutí. Prvním krokem k ověření teorie byla určitá kvantifikace bolestivosti bodnutí; v rámci pokusu byly užity čtyři druhy vos a sršňů a 10 pokusných osob. Každá osoba byla jednou pokusně bodnuta každým druhem hmyzu (v náhodném pořadí atd.) a měla kvantifikovat svoje pocity číslem od jedné (nic moc) do deseti (zatraceně bolí). Testujte hypotézu, že se uvedené druhy hmyzu neliší v bolestivosti bodnutí.


DRUH1
DRUH2
DRUH3
DRUH4

OSOBA

1
4
5
9
2

2
5
6
8
5

3
2
6
10
3

4 
5
9
9
7

5
2
3
4
3

6
8
9
10
7

7
5
6
9
7

8
3
7
9
6

9
1
7
9
5

10
3
4
6
6

Výsledky:

1. Artemisia: F = 11.14, df = 1,16, p = 0.004; Cirsium: F = 105.17, df = 1,16, p = 1×10-6; Artemisia*Cirsium: F = 17.12, df = 1,16, p = 0.0008

2. Strava: F = 24.350, df = 2,9, p = 0.000234; Krysa: F = 6.433, df = 9,12, p = 0.00199

3. F = 4.1466, df = 2,21, p = 0.03

4. ANOVA Chi Sq. = 23.84375, df = 3, p = 0.00003

Jednoduchá lineární regrese

Pomocí regrese či korelace popisujeme vztah dvou kontinuálních proměnných. V případě regrese jsme schopni rozhodnout, která proměnná je závislá a která nezávislá. O nezávislé proměnné předpokládáme, že je změřena přesně (v praxi stačí, když chyba měření je u nezávislé proměnné mnohem menší než u závislé). Výsledkem je regresní rovnice, pomocí níž můžeme predikovat hodnotu závislé proměnné při určité hodnotě nezávislé proměnné, a koeficient determinace (R2) který nám říká míru vysvětlené variability. V případě korelace není jasné, která proměnná je závislá a která nezávislá. Korelační koeficient nám říká těsnost vazby. Je zde ovšem těsné souvislost, koeficient determinace je druhou mocninou korelačního koeficientu.

Příklad: Byla studována závislost rychlosti transpirace (TRANSPI) na rychlosti větru (VITR). Byla získána následující data:


VITR

TRANSPI

1
2

12

2
9

16

3
5

14

4
6

15

5
7

18

6
3

11

7
4

12

8
1

10

9
0

  8

Je logické, že transpirace je závislá na rychlosti větru (a nikoliv naopak). Musíme věřit, že rychlost větru je proměnná nezatížená chybou, zatímco měření transpirace chybou zatíženo jistě je. 

Data budou vypadat, jak je shora uvedeno. Jednoduchou lineární regresi můžeme ve STATISTICE spočítat na mnoha místech. Nejjednodušší je to pomocí Statistics – Basic Statistics/tables – Correlation matrices. Zde taky můžeme počítat korelace. Proměnné zadáme do Two lists (rect. matrix), do First list nezávislou proměnnou VITR, do Second list závislou TRANSPI. Můžeme také zadat One variable list a zadat všechny proměnné, mezi nimiž chceme zjistit korelace. Dostaneme tedy symetrickou čtvercovou matici korelačních koeficientů. Dosažená hladina významnosti při lineární regresi je rovna dosažené hladině významnosti testu korelačního koeficientu, což zjistíme tak, že si v záložce Options odklikneme zobrazení počtu pozorování a průkaznosti korelačního koeficientu – Display r, p-levels and N´s. Pak odklikneme Summary:


[image: image6.wmf]Correlations (Spreadsheet1)

Marked correlations are significant at p < .05000

N=9 (Casewise deletion of missing data)

Variable

TRANSPI

VITR

.9239

p=.000


Regresní rovnici získáme tak, že na záložce Advanced/plots vybereme 2D scatterplot, a dostaneme obrázek, kde jsou vyneseny body, regresní přímka, konfidenční interval a nahoře je napsána regresní rovnice. 

Nic dalšího se ovšem o regresi nedozvíme, proto si ukážeme, jak se regrese spočítá v jiném modulu. Voláme Statistics –  Multiple Regression. Jako Dependent var. zadáme TRANSPI, jako Independent variable list VITR. Po odsouhlasení dostaneme základní výsledky v bílé ploše nad dalšími tlačítky – hodnotu korelačního koeficientu, koeficientu determinace R2, základní charakteristiky analýzy variance regresního modelu (F, df, p), střední chybu odhadu (hodnoty závisle proměnné) a na poslední řádce výsledků hodnotu konstanty v regresní rovnici (Intercept), chybu jeho odhadu a odpovídající t-test významnosti. Vysvětlení jednotlivých koeficientů je ve skriptech. Pozor! Celý první řádek se vztahuje ke konstantě v regresní rovnici a test významnosti tedy testuje nulovou hypotézu, že tato konstanta je rovna nule (ve většině biologických aplikací zcela nesmyslná hypotéza, v tomto případě test nulové hypotézy, že při bezvětří rostlina netranspiruje). Koeficient b* je potom hodnota standardizovaného regresního koeficientu (zajímavá bude tato hodnota až při mnohonásobné regresi).  

Odklikneme Summary: regression results:
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R= .92392231 R2= .85363244 Adjusted R2= .83272279

F(1,7)=40.825 p<.00037 Std.Error of estimate: 1.2843

N=9

b*

Std.Err.

of b*

b

Std.Err.

of b

t(7)

p-value

Intercept

VITR

8.824194

0.766799

11.50783

0.000008

0.923922

0.144602

0.988710

0.154741

6.38943

0.000371


Zde dostaneme přehlednou tabulku hodnot regresních koeficientů – pozor, b* jsou standardizované, b nestandardizované. Pro napsání regresní rovnice potřebujeme hodnoty b, zde tedy vychází TRANSPI = 8.824  + 0.989 * VITR. U nich jsou odpovídající hodnoty t-testu a dosažené hladiny významnosti (p-level) pro test, že regresní koeficient je roven nule. Hodnota p pro test hypotézy b=0 je totožná s p pro analýzu variance regresního modelu: hypotézy, že sklon regresní přímky je nulový a že proměnné jsou nezávislé, jsou ekvivalentní.

V liště Advanced najdeme ANOVA (overall goodness of fit), tedy analýzu variance regresního modelu (podrobnější výsledky k průkaznosti modelu):
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 Effect

Sums of

Squares

df

Mean

Squares

F

p-value

Regress.

Residual

Total

67.34211

1

67.34211

40.82481

0.000371

11.54677

7

1.64954

78.88889


Pro kontrolu předpokladů a vhodnosti zvoleného modelu (tj. je-li vztah skutečně lineární) je třeba podívat se na reziduální analýzu na liště Residuals/assumptions/prediction – perform residual analysis.. Jednak si zde na liště Scatterplots pomocí Bivariate correlation vyneseme body a nakreslíme regresní přímku spolu s konfidenčním intervalem (poté si je možno hrát s grafickou úpravou) – pozor, budete znovu dotázáni na to, kterou proměnnou vynést na vodorovné (nezávislou) a svislé ose. Nahoře se nám vypíše regresní rovnice a korelační koeficient. Tím dostaneme obrázek do publikace. Zkontrolujeme reziduály - doporučuji podívat se na Predicted & Residuals – reziduály by měly být rovnoměrně rozloženy kolem osy x, Predicted & Squared Residuals  – velikost čtverců reziduálů by měla být nezávislá na predikované hodnotě. Též je vhodné vynášet reziduály, případně jiné charakteristiky, proti hodnotám nezávislé proměnné, což se dělá na záložce Residuals – Residuals vs.  Independent var. V případě, že se reziduály nechovají rozumně (zůstává tam ještě nějaká nevysvětlená systematická složka, takže v reziduálech vidíme nějaký směr), snažíme se je “umoudřit” nějakou transformací dat (nezapomeňte, že transformační funkce je pak součástí regresní rovníce!) nebo musíme použít jiný model než lineární regresi.


Na liště Residuals/assumptions/prediction máme ještě tlačítko Predict dependent variable, kde po zadání nějaké hodnoty nezávislé proměnné nám program spočte modelem predikovanou hodnotu závislé proměnné včetně 95 % konfidenčního intervalu.

V případě regresí se musíme rozhodnout, zda při nulové hodnotě nezávislé proměnné bude hodnota závislé proměnné 0 nebo ne. Ve výše uvedeném případě by to byl nesmysl – znamenalo by to, že předem víme, že při nulové rychlosti větru rostliny netranspirují. Ovšem v některých případech regrese procházející počátkem smysl má. Výpočetnímu algoritmu to sdělíme tak, že v prvním dialogovém okně, kde zadáváme proměnné, přepneme na lištu Advanced a odklikneme možnost Advanced options (stepwise or ridge regression) – OK, i zde zvolíme lištu Advanced a v řádku Intercept vybereme možnost Set to zero. Dále pokračujeme jako normálně.

Pro vysvětlení - intercept je průsečík s osou y, tedy hodnota závislé proměnné v případě, že hodnota nezávislé proměnné je nula.

Transformace dat

STATISTICA sice umožňuje přímo v zadávacím panelu provést některé transformace dat, která budou dočasně uložena v paměti, ale zdá se mi podstatně jednodušší transformovat potřebné přímo v datech, a poté spočítat lineární regresi.

Příklady

1. Byla zjišťována závislost délky trvání vegetační sezony na nadmořské výšce plochy. Byly  zjištěny následující hodnoty:

nadm. výška [m] 
délka vegetační sezony [dny]

600
150

650
144

665
145

750
140

850
110

880
105

950
110

1000
 99

1005
103

1100
 89

1150
 92

1200
 88

Závisí délka vegetační sezony na nadmořské výšce. Jak je tato závislost těsná? (Zkontrolujte, zda se reziduály chovají rozumně!). O kolik dní se zkrátí vegetační sezona, když vystoupáme 100 výškových metrů?

2. Byla zjišťována závislost počtu druhů na velikosti plochy: při každé velikosti plochy byla 4 nezávislá stanovení. Byly získány následující výsledky:

velikost plochy (m2) 
počet druhů

 0.01
4, 6, 5, 8

 0.25
9, 5, 8, 11

 1.00
12, 14, 18, 11

 4.00 
20, 12, 25, 28

 9.00 
22, 28, 31, 18

16.00
25, 34, 19, 30

64.00 
36, 39, 43, 22

Spočtěte regresi, proveďte vhodnou transformaci. Předpokládáme, že platí závislost počtu druhů (S) na ploše (A): S = c * Az, kde c a z jsou regresní analýzou odhadnuté koeficienty.

3. Předpokládáme exponenciálně rostoucí populaci (Nt = N0 * ert). Odhadněte růstovou rychlost populace (r). 

čas
velikost populace

0
5

1
7

2
10

3
16

4
19

5
28

6
35

7
49

8
59

9
71

10
101

Můžeme rozumně předpokládat, že variabilita (vyjádřená jako směrodatná odchylka velikosti populace) roste s velikostí populace zhruba lineárně. 

Výsledky

1. délka sezóny = 215.294 – 0.112 * nadm. výška; na 100 m se výška zkrátí v průměru o 11.2 dne; t = -11.19, df = 10, p = 0.000001; R2 = 0.926

2. log S = log c + z * log A; c = 13.800, z = 0.223 (lze použít i ln, hodnota c ale vyjde jinak)
3. ln Nt = ln N0 + r * t; r = 0.295

Mnohonásobná regrese, polynomiální regrese, postupný výběr, ANCOVA 

1. Mnohonásobná regrese

Vezměme a rozšiřme příklad z jednorozměrné regrese: byla zjišťována závislost transpirace nejenom na rychlosti větru, ale také na teplotě (TEMP), vlhkosti vzduchu (VLHKOST) a na tom, zda právě svítí slunce (SLUNCE: kvalitativní proměnná, svítí – 1, nesvítí – 0). 

Pozn.: Uvedená data jsou vymyšlená. Ale jsou realistická v tom, že ne všechny proměnné budou vzájemně nekorelované (jeden z teoretických předpokladů mnohonásobné regrese), a dokonce se pravděpodobně vzájemně ovlivňují. Tomu se u reálných dat často nevyhneme. Je vhodné poznamenat, že pro takové množství vysvětlujících proměnných je devět pozorování zoufale málo. 


VITR
TRANSPI
TEMP
VLHKOST
SLUNCE

1
2
12
10
50
1

2
9
16
12
80
0

3
5
14
8
62
0

4
6
15
16
95
1

5
7
18
22
45
0

6
3
11
7
32
0

7
4
12
11
92
1

8
1
10
15
46
1

9
0
8
5
58
0

Nejprve si předvedeme mnohonásobnou regresi na závislosti transpirace na rychlosti větru a teplotě. Voláme Statistics – Multiple regression. V dialogovém okně zadáme do Variables – Independent variable list VITR, TEMP, Dependent var. (or batch list) TRANSPI. Po odsouhlasení OK dostaneme přehled výsledků. Zavoláme si Summary: regression results. Z něj si zavoláme Analysis of Variance (dostaneme analýzu variance celého regresního modelu) a Regression Summary. Zde dostaneme odhady hodnot jednotlivých parametrů (regresních koeficientů):
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R= .96408046 R2= .92945114 Adjusted R2= .90593485

F(2,6)=39.524 p<.00035 Std.Error of estimate: .96311

N=9

b*

Std.Err.

of b*

b

Std.Err.

of b

t(6)

p-value

Intercept

VITR

TEMP

7.281043

0.836624

8.702885

0.000127

0.762415

0.125712

0.815877

0.134527

6.064788

0.000912

0.319223

0.125712

0.191351

0.075355

2.539328

0.044121


Do regresní rovnice dosadíme koeficienty B, tedy

TRANSPI= 7.28 + 0.82 * VITR + 0.19 * TEMP

Z t-hodnot (při 6 stupních volnosti) a odpovídajících dosažených hladinách významnosti (p-level) vidíme, že Intercept je významně odlišný od nuly. (Logické, i při nulové rychlosti větru a nulové teplotě rostliny transpirují, nulová hypotéza byla nesmyslná. Teoreticky bychom mohli říci, že při nulové teplotě je transpirace blízká nule, takže hypotéza zas tak nesmyslná není. Je zde ale další problém – extrapolujeme mimo oblast dat, kde jsme měřili. Z hlediska lineární regrese to nevadí. Lineární proložení, které jsme použili pro rozsah teplot, při kterých jsme měřili, ale nemusí platit mimo tento rozsah.) Od nuly jsou odlišné i regresní koeficienty pro obě vysvětlující proměnné (tzn., že obě mají statisticky průkaznou vysvětlující sílu, i když pro teplotu je to na hranici průkaznosti). Zde začne být zajímavé porovnání standardizovaných regresních koeficientů b* (tj. po standardizaci všech proměnných na proměnné s nulovou střední hodnotou a jednotkovou variancí). Ty jsou nezávislé na použitých jednotkách a můžeme je považovat za míru vysvětlující síly jednotlivých proměnných v modelu.

 Pokud si chceme závislost nakreslit jako prostorový graf, voláme z menu Graphs –  3D XYZ Graphs – Surface Plots. Zde zadáme Variables: X – VITR, Y – TEMP, Z – TRANSPI. Jako způsob prokládání vybereme ve Fit – Linear. Po OK dostaneme obrázek i s regresní rovnicí. 

Spočteme všechny regresní diagnostiky, které jsme zkoušeli při jednoduché regresi. Také je třeba se podívat na korelace a redundance nezávislých proměnných (zvláště, pokud jich máme více) - nalezneme to v liště Advanced v hlavním dialogovém okně regrese (vedle možnosti Residuals/assumptions/prediction).

2. Polynomiální regrese 

V případě, že potřebujete spočítat polynomiální regresi, lze to nejprimitivněji (a nejpracněji) udělat tak, že v mnohonásobné regresi zadáme za jednotlivé vysvětlující proměnné x, x2, x3 ... atd. (podle požadovaného stupně polynomu). Transformaci uděláme přímo v datech.

Méně pracně se to dá udělat přes Statistics – Advanced linear/nonlinear models – general regression models (GRM) – polynomial regression. 

Pro nakreslení výsledné funkce je nejlepší zavolat z menu Graph – 2D Graph – Scatterplot – lišta Advanced. Tam musíme zadat příslušné proměnné, Fit – Polynomial. Vpravo můžeme odškrtnout, zda chceme ze statistických výrazů zobrazit Correlation and p a Regression equation, případně také konfidenční pás (Regression bands – confidence level). Pomocí Options 2 – Fitted function – Polynomial order nastavíme žádaný stupeň prokládaného polynomu. 

3. Postupná (stepwise) regrese

Vybírá soubor nejlepších vysvětlujících proměnných. Pozor na interpretaci, když máme hodně vysvětlujících proměnných, skoro vždycky nám nějaká vyjde průkazná (‘statistical fishing’).

Zkuste v příkladu s transpirací zadat všechny kvantitativní proměnné (VITR, TEMP, VLHKOST) a vybrat z nich ty nejlepší. 

Statistics – Multiple regression – Dependent var. zadáme TRANSPI, Independent variable list zadáme VITR, TEMP, VLHKOST. Přepneme na lištu Advanced a odškrtneme Advanced options (stepwise or ridge regression) – OK. V řádku Method vybereme metodu postupného výběru, nejraději Forward selection – vybírá, začíná s nejlepší proměnnou a přidává další, pokud ještě vysvětlí statisticky významnou část variability; druhá možnost je Backward selection – začíná se všemi, a nejhorší vypouští. Další zadávání je stejné jako v normální regresi.


Ve výsledné tabulce budou chybět některé zadané proměnné – ty byly z modelu vyloučeny. Může se i stát, že se do modelu dostane proměnná, která sama o sobě průkazná není, ale ve spojení s ostatními vysvětluje v modelu signifikantní množství informace.

4. Analýza kovariance

Analýzu kovariance (ANCOVA) používáme tehdy, když chceme posoudit vliv nějakého faktoru, ale zároveň víme, že na odpověď má vliv i nějaká další SPOJITÁ proměnná.

Opět se vrátíme k příkladu s transpirací. Chceme porovnat, zda se liší transpirace, když svítí a nesvítí slunce. Ale protože víme, že transpirace je závislá i na rychlosti větru, užijeme ji jako kovariátu - covariable. Voláme Statistics – Advanced linear/nonlinear models – General linear models – v levém sloupci vybereme Analysis of covariance. Zadáme Variables: Dependent TRANSPI, Categ. (factors) SLUNCE a Continuous predictor VITR. Přes OK – Summary of all effects se nám ukáže tabulka analýzy kovariance:
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Sigma-restricted parameterization

Effective hypothesis decomposition

Effect

SS

Degr. of

Freedom

MS

F

p

Intercept

vitr

slunce

Error

208.9465

1

208.9465

111.9922

0.000042

64.7557

1

64.7557

34.7081

0.001061

0.3524

1

0.3524

0.1889

0.679028

11.1943

6

1.8657


Vyčteme z ní, že vliv SLUNCE je neprůkazný, průkazný však je vliv větru.
Otázkou však také je, zda je závislost transpirace na větru totožná při slunečním svitu nebo bez něj. Tuto hypotézu můžeme testovat v Statistics – Advanced linear/nonlinear models – General linear models (GLM) – místo Analysis of Covariance vybereme Homogeneity-of-slopes model. Zadání je stejné jako při ANCOVA: Dependent TRANSPI, Categ. (factor) SLUNCE, Continuous predictor VITR – OK – All effects:
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Sigma-restricted parameterization

Effective hypothesis decomposition

Effect

SS

Degr. of

Freedom

MS

F

p

Intercept

SLUNCE

VITR

SLUNCE*VITR

Error

193.0764

1

193.0764

89.46767

0.000223

0.7338

1

0.7338

0.34003

0.585124

41.6535

1

41.6535

19.30136

0.007066

0.4040

1

0.4040

0.18723

0.683263

10.7903

5

2.1581


Vzhledem k tomu, že interakce slunce*vítr je neprůkazná, nemůžeme zamítnou hypotézu, že závislost transpirace na větru je totožná při slunečním svitu i bez něj. 

V případě, že máme faktory s náhodným efektem, při zadávání proměnných použijeme i záložku Options.

Příklady:

1. V kultivačním pokusu byla zjišťována závislost výšky rostliny na (v pokusu řízené) hladině podzemní vody a na množství přidaného dusíku. Byly zjištěny následující výsledky.

hladina podz. vody 
přídavek dusíku

výška rostliny

[cm pod povrchem] 
[nás. zákl. dávky] 
[cm]

5
1
15

5
2
17

5
3
20

5
4
21

5
5
26

10
1
13

10
2
16

10
3
17

10
4
19

10
5
21

15
1
10

15
2
12

15
3
15

15
4
15

15
5
18

20
1
10

20
2
12

20
3
13

20
4
14

20
5
17

Vyhodnoťte pokus. Spočtěte mnohonásobnou regresi. Spočtěte matici korelačních koeficientů všech tří proměnných. Nakreslete závislost trojrozměrným grafem.

2. Bylo zjišťováno, zda nadměrné pití piva (ano – 1, ne – 0) má vliv na váhu osoby. Přitom se zjišťovala i výška osoby.

Váha
výška
pije

80
180
0

60
170
0

70
165
1

90
185
0

95
182
1

105
185
1

90
195
0

111
190
1

70
180
0

100
205
0

Má nadměrné pití piva vliv na váhu osoby? Je sklon závislosti váhy na výšce stejný v obou skupinách?
Výsledky

1.výška = 15.8 – 0.46 * voda + 2.0 * dusík
voda: t = -10.96, df = 17, p = 1*10-6; dusík t = -12.06, df = 17, p = 1*10-6; R2 = 0.939

2. ANCOVA, výška: F1,7 =  25.80, p = 0.001; hom.-of-slopes, výška*pije: F1,6 = 2.60, p = 0.158

Porovnání dat s Poissonovou distribucí
Porovnání dat s jakoukoliv distribucí probíhá podle jednotného postupu (my jsme si ho ukazovali pro porovnání s normálním rozdělením na začátku semestru), tedy ve Statistics – Distribution fitting.  Data zadáme do jedné proměnné; pokud máme data „agregovaná“ (tedy 0 se vyskytla 25×, 1 se vyskytla 16× atd.), zadáme frekvence do další proměnné a použijeme váhy (weights).

Při porovnání s Poissonovou distribucí se také podíváme na spočtené hodnoty průměru a variance (při Poissonově distribuci by měly být stejné). Poté můžeme provést test pomocí kriteria (spočítat v ruce – na kalkulačce):
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a porovnáme s kritickou hodnotou při n-1 stupních volnosti. 

Obdobně můžeme spočítat také Lloydův index shlukovitosti. POZOR, Lloydův index je správně


[image: image13.wmf]L

s

X

X

=

-

+

2

1

1

    (2)

(ve skriptech starších versí  chybí +1). Jsou-li tyto hodnoty větší než jedna, značí to shlukovitost, hodnoty menší než 1 pravidelnost. Tak, jak je ve skriptech, lze užít též, ale pak pozitivní hodnoty značí shlukovitost, negativní pravidelnost.

Konfidenční interval pro parametr p binomického rozdělení:

Ve STATISTICE není, je třeba spočítat v ruce dosazením do vzorců.

Hodnota Z
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 je pro 95-tiprocentní hladinu pravděpodobnosti u normovaného normálního rozdělení 1,96.
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Střední chyba se spočte:

Nezapomínejte, že pokud uvádíte p v procentech, tak střední chyba a konfidenční interval musí být také v procentech (tj. desetinné číslo násobit stem).
Ale konfidenční interval se dá spočítat i ve Statistice, i když ne zcela logicky, pokud si zavolám power analysis,  v ní interval estimation, tam One proportion, a musím zadat už odhadnutou proporci, a velikost vzorku. Nabídne mi to tři různé odhady konfidenčního intervalu, logické je užít ten přesný.  

Příklady:

1. Ve výlovu bylo odebráno 86 kaprů a na každém spočten počet ektoparazitů Caprozhroutus magnus. Co můžeme o jejich distribuci říci? (Porovnejte s Poissonovým rozdělením, otestujte pomocí vzorce (1), spočtěte Lloydův index).

Počet kaprů,  kteří měli x parazitů
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2. Ze 120 náhodně vybraných jablek bylo 56 červivých. Odhadněte procento červivých v populaci, s konf. limitem..

3. Počty sasanek ve čtvercích byly:  0, 2, 5, 10, 2, 0, 5, 6, 1, 6, 2, 4, 5, 6, 1, 2, 3, 2, 3, 2, 0, 0, 0, 2, 3. Otestujte náhodnost rozmístění, různými způsoby.

4. Z 500 lidí, náhodně vybraných, mělo 160 protilátky na boreliózu. Odhadněte (s příslušným konfidenčním intervalem) procento v celé populaci.

5. Byla zjišťována pokryvnost populace metodou point quadrat (tj. jako procento jehel, které zasáhne daný druh). Ze sto jehel zasáhlo 40. Odhadněte pokryvnost a střední chybu odhadu. Kolik jehel bychom potřebovali, aby byla střední chyba odhadu 2%?

Výsledky:

1. Distrib.fitting: χ2 = 49.56, df = 2, p = 1*10-6; vzorec1: χ2 = 324.97, df = 85, p = 1*10-6; Lloyd index: 2.151

2. 46.67 ± 9.38 %

3. Distrib.fitting: χ2 = 1.884, df = 2, p = 0.390; vzorec1: χ2 = 51.611, df = 24, p = 0.000879; Lloyd index: 1.399

4. 32.00 ± 4.19 %

5. 40 ± 10.15%; sp = 0.0492; n pro sp = 0.02: 600
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